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요 약  ⅰ

요 약

1. 서 론

본 연구는 기계학습의 원리를 이용하여 노동시장의 주요 변수인 

경제활동참가율, 실업률, 고용률을 심층학습 모형으로 측하는 것

을 목표로 한다. 이때 측을 해 수치화된 통계 자료를 사용하는 

것뿐만 아니라 여론  심리를 변하는 변수로 신문 기사라는 비정

형 데이터를 활용하여, 여론이 경제 변수에 향을 미치는지를 정형 

데이터만을 활용한 측 결과와 비교하여 분석함으로써 검증하고자 

한다.

2. 기계학습과 측 모형

제2장에서는 기계학습  심층학습의 원리와 방법론, 실제 모형 

설계 시 고려한 여러 요인을 살펴보았다. 심층학습을 이용하면 자연

어 처리가 가능한데, 기존에는 컴퓨터가 바로 인식하거나 처리할 수 

없었기 때문에 사용할 수 없었던 자연어의 역은 이제 충분한 컴퓨

 자원만 있으면 분석할 수 있게 되었다. 따라서 그간 수치화된 통

계를 주로 이용하여 분석한 연구에 자연어 처리는 새로운 활력을 불

어넣을 수 있을 것으로 기 된다.

본 연구에서는 측 모형을 설계할 때 정형 데이터와 자연어로 구

성된 신문 기사 제목인 비정형 데이터를 모두 사용하는 것을 고려하

다. 이러한 정형  비정형 데이터를 활용하여 노동시장의 주요 변

수들을 심층학습 모형으로 측하고자 한다. 측 모형은 세 가지로, 

첫 번째는 노동시장 련 변수들만을 이용하여 노동시장 변수를 
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측하게 함으로써 노동시장에 강한 내생성이 존재하는지를 알아볼 것

이다. 두 번째 모형에서는 노동시장 통계 이외에도 이용 가능한 모든 

수치 데이터인 정형 데이터를 활용하여, 실물 경제의 각 분야에 한 

통계치들뿐만 아니라 각종 사회경제  지표들, 경제주체들의 기 를 

반 한 망 지수들과 각종 인구 통계까지 사용하여 노동시장 변수

를 측함으로써 노동시장 변수들이 실물 경제에 얼마나 향을 받

는지를 첫 번째 모형과 비교하여 악하고자 한다.

세 번째 모형은 비정형 자료인 신문 기사 제목까지 포함하여 노동

시장 변수를 측하게 하는 것으로, 여기서 사용한 비정형 자료는 지

난 20여 년간의 앙 일간지  주간지 신문 기사 제목 체이다. 자

연어는 기계학습을 해 분석하기 해서 처리 과정을 요하는데, 

연구자의 임의성과 주 을 최 한 배제하기 해 최소한의 처리만 

수행했다.

처리를 거친 비정형 자료는 분석의 최소 단 인 형태소로 수치 

변환된 후, 최종 으로 월별 5차원 배열의 텐서로 변환된다. 자연어

는 일반 으로 단어의 나열 순서나 기사의 순서가 문맥이나 경기 변

동의 흐름을 설명하는 의미를 가지기 때문에 순차 인 배열에도 의

미를 부여하는 순환 신경망 방법을 사용하 다. 이 게 개별 신문 기

사 제목은 일별 단 로 변환된 후, 매월마다 일별 신문 기사 제목에 

한 텐서를 병합하여 다시 월 단  수치 벡터로 변환된다. 이 게 

일 단  자료들을 월 단 로 변환하고 나면, 측하고자 하는 노동시

장 지표와 동일하게 모든 자료가 월 단 로 주어지고, 이를 가지고 

세 개의 모형은 각각 경제활동참가율, 실업률, 고용률을 측한다. 

이때 측값과 실제값은 차이가 있는데, 모형에 한 평가는 두 값의 

차이를 측정한 평균 제곱 오차를 계산한 다음 이를 최소화하는 방향

으로 모형을 개선하도록 설계하 다.

기계학습을 통해 설계된 모형은 일반성과 합도로 평가하는데, 

일반성은 모형이 개개의 변수에 크게 향을 받지 않으며 추세 으

로 실제값을 근사하게 측하는지에 한 지표이며, 합도는 주어
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진 모든 설명변수를 활용하여 학습 데이터로 측값을 최 한 정확

하게 설명하는지에 한 지표이다. 부분의 모형에서 합도와 일

반성 간에는 상충 계가 존재하므로 이 두 지표를 모두 히 만

족하는 최 의 모형을 찾기 해 모든 기계학습 모형에 해서 drop- 

out rate과 조기 종료를 설정한다. drop-out rate이란 모형의 일반성

을 높이기 해서 모형을 설계한 후 임의로 일정한 비율의 설명변수

를 삭제하고 모형의 성과를 평가하도록 하는 지표로, drop-out rate이 

높으면 높을수록 모형의 일반성은 높아지지만 합도가 낮아지고, 

drop-out rate이 낮으면 합성이 높아지는 반면 과거의 데이터만을 

잘 설명하게 되는 과 합의 문제가 발생할 수 있다. 한편 학습을 통

해서 개선되는 모형들이 일정 개수 기존 모형보다 성과가 떨어지면 

미리 설정한 stopping point가 충족되면 기계학습은 최  모형을 결

정하고, 해당 모형에 기 하여 노동시장 변수들을 측한다.

3. 기계학습 모형의 측 결과

본 장에서는 세 가지 기계학습 모형을 설계한 후, 각 모형이 경제

활동참가율, 실업률, 고용률을 측  하 다. 첫 번째 모형은 노동

시장과 직 으로 련된 변수의 시계열 자료만을 이용하여 세 가

지 변수를 측하게 하 다. 이 모형에서는 따라서 노동시장에 존재

하는 계 성과 내생성, 그리고 노동시장의 자체 인 장단기 추세가 

주요한 분석 상 변수로 들어갈 것이다. 두 번째 모형은 실물 경제

의 상황과 경기 황  망, 수출입 등을 변하는 다양한 정형 데

이터를 이용하여 노동시장 변수를 측하 다. 세 번째 모형에서는 

두 번째 모형에서 사용한 정형 데이터 체에 지난 20년간의 신문 

기사 제목이라는 비정형 데이터까지 포함하여 노동시장 변수들을 

측  하여, 노동시장의 주요 변수들이 여론이나 심리의 향을 받는

지 여부를 악하고자 했다. 분석 결과는 다음과 같다.

경제활동참가율의 경우, 평균 제곱 오차로 측정한 모형의 측력



ⅳ   기계학습을 이용한 노동시장 예측모형 탐색

에 있어서는 모형 I이 가장 나은 결과를 보여주었으며, 모형 III이 가

장 부정확한 측 결과를 나타냈다. 반면 경제활동참가율의 증감 추

세를 얼마나 정확하게 측했는지도 고려했을 때 모형의 측력은 

단정 지어 말하기 어려운 결과가 나왔다. 실업률과 고용률에 있어서는 

모형 I이 평균 제곱 오차나 증감 여부 모두에서 가장 나은 것으로 나

타났다.

이러한 결과를 통해 다음과 같은 사실을 알 수 있다. 첫째로 노동

시장은 내생성이 강하여 실물 경제의 움직임에 즉각 으로 반응하지 

않는 경직성을 어느 정도 가지는 것으로 보인다. 여타 실물 변수를 

포함한 모형 II의 측력이 모형 I에 비해서 체 으로 좋지 않게 

나왔기 때문이다.

노동시장의 주요 변수들을 측하는 데 있어 신문 기사 제목은 큰 

향을 미치지 못하는 것으로 나타나, 심리나 여론 등이 노동시장에 

큰 향을 주지 않는 것으로 보인다. 이는 신문 기사 제목이라는 비

정형 데이터까지 포함한 모형 III이 실업률과 고용률에서는 측력이 

가장 좋지 않았으며, 경제활동참가율에 해서도 가장 좋은 측력

을 보이지는 않았기 때문이다.

이러한 결과가 나타난 이유로는 노동시장 이외의 각종 실물 경제 

지표와 신문 기사가 노이즈처럼 작용하여 측력을 떨어뜨리기 때문

인 것으로 보인다. 기계학습에서는 학습 데이터의 크기가 클수록 모

형의 설명력과 측력이 올라가지만, 여기서는 노동시장과 무 한 

변수들까지 설명변수에 삽입되어 모형이 과 합한 것으로 보인다.

그러나 여기서의 분석 결과를 통해 노동시장이 사람들의 심리나 

여론으로부터  향을 받지 않는다고 해석할 수는 없다. 이러한 

결과가 나타난 이유는 노동시장과 무 한 여러 신문 기사나 사건들

이 포함되었기 때문일 수도 있으며, 자연어를 처리하는 방법을 바꿀 

경우에도 모형의 측력이 바뀔 수 있기 때문이다.
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4. 결 론

본 연구에서는 노동시장의 주요 변수들인 경제활동참가율과 고용

률, 실업률을 기계학습과 심층학습을 통해 측해 보았다. 이를 통해 

노동시장은 내생성이 강하여 노동시장 변수만을 사용한 모형이 가장 

높은 측력을 가진 것으로 나타났으며, 여론  사람들의 심리를 

변하는 신문 기사 제목까지 사용한 모형의 측력이 가장 낮은 것으

로 나타났다.

그러나 이러한 측 결과를 바탕으로 노동시장의 주요 변수들은 

노동시장의 내  요인들로만 설명하는 것으로 충분하다고 생각하는 

것은 성 한 결론이며, 분석 결과에서는 학습 데이터의 부족으로 인

해 모형이 과 합했을 가능성을 배제할 수 없다. 그러므로 시간이 흐

르면서 학습 가능한 데이터가 될 경우 연구 결과는 언제든지 바

뀔 수 있으며, 기계학습의 방법이나 변수 선택에 따라서도 결과는 달

라질 수 있다. 그러나 과거 20여 년간의 데이터를 이용하여 다음과 

같은 결론을 얻었다.

첫째, 경제 주체들이 노동 공 이나 노동 수요에 한 의사결정을 

할 때에는 노동시장의 상황을 가장 많이 고려하고, 실물 경제도 일부 

고려하지만 여론이나 언론의 경향에는 많은 향을 받지 않을 수 있

다. 이러한 결과가 나오는 한 가지 이유로, 신문의 경우 논쟁 이거

나 사람들의 주목을 받는 주제들이 과  표되는 반면 노동시장에 

많은 향을 미친다 하더라도 주목받지 못하는 주제는 과소 표될 

수 있기 때문이다.

둘째, 경제 변수를 측할 때에는 노이즈가 포함되지 않도록 변수 

선택에서부터 많은 노력을 기울여야 한다는 이다. 일반 으로 기

계학습은 데이터의 양이 많아질수록 성능이 나아지지만, 다수의 데

이터가 종속변수와 무 하다면 노이즈에 의해서 오히려 성능이 떨어

질 수 있다. 

셋째, 노동시장 변수를 포함한 여러 경제 변수들을 측하는 데 있
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어서는 계 성과 내생성이 가장 한 설명변수일 가능성이 높다는 

이다. 

넷째, 세 가지 모형 모두 실제값을 측하는 데 있어 좋은 성과를 

보여주지 못한 을 통해 학습 데이터의 양이 요하다는 것을 확인

했다. 학습 데이터의 숫자가 은 경우 모형은 필연 으로 과 합하

여 측력이 떨어질 수 있다.

마지막으로, 기계학습은 모형의 결과에 해서 어떠한 설명도 제

공하지 않고 단순히 결과만을 제공하므로, 해석에 신 을 기해야 하

며, 연구의 설계 과정에서부터 해석 가능성을 염두에 두고 기계학습

을 수행해야 한다.
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제1장

서  론

제1  문제의식

최근 빅데이터와 기계학습(machine learning)  심층학습(deep learning) 

등에 한 세간의 심이 고조되고 있다. 이러한 심은 비단 컴퓨터공학

을 비롯한 유  학계에만 한정되지 않고 정보통신업종 등을 비롯한 련 

산업을 넘어 통 인 농업과 제조업  공공행정 분야까지 망라하고 있

으며, 아울러 빅데이터나 기계학습 문가들뿐만 아니라 휴 화에서 

앱을 이용하고 자상거래를 활용하는 개인에 이르기까지 분야와 직업을 

불문하고 리 퍼져 있다. 각계각층에서 심을 가진다는 것은 한편으로

는 빅데이터에 한 활발한 논의의 장이 열리고 빅데이터 산업  기계학

습 련 연구를 지원하기 한 다양한 방법을 사회 반에서 모색하는 계

기가 되기도 하지만, 빅데이터나 기계학습에 한 통일된 정의가 부재한 

상황에서 각자 나름의 정의를 가지고 백가쟁명 하다보니 합의된 의견을 

도출하기 힘들며, 산발 으로 논의가 개되는 일도 벌어지고 있다.

그러나 빅데이터가 정확하게 무엇인지에 해서는 심지어 학계에서도 

명확한 정의를 내리지 못하고 있다. 오히려 빅데이터의 성격을 고려한다

면 명확한 정의를 찾고 규정하는 것이 불가능에 가까운 일일 것이다. 이

게 명확한 정의가 부재(不在)하는 이유는 기술 진보에 따라 컴퓨  시

스템이 분석할 수 있는 데이터의 범 가 차 넓어지고, 일정한 시간 내
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에 처리할 수 있는 데이터의 양도 증가하고 있기 때문이다.

빅데이터에 한 정의는 방형 ․손연정․노세리(2019)에서도 다루고 

있으며 빅데이터의 특성상 언제 어디서나 통용되는 명확한 정의를 찾는 

것은 불가능하므로, 본 장에서는 자연어(natural language)가 빅데이터에 

속하는지 여부에 해서 심도 있게 다루지 않을 것이다. 다만 방 한 자

연어 자료는 일반 으로 통 인 3s(conventional 3Vs)나 추가 인 Vs 

(additional Vs)에 부합하는 경우가 많다는 사실만 밝 두고 넘어간다.

빅데이터에 한 용어가 본격 으로 쓰이기 시작한 것은 1990년 로, 

당시에는 컴퓨  기법  데이터 처리 방식으로 분석하는 데 오랜 시간이 

소요되는 데이터를 빅데이터라 지칭했다. 하지만 컴퓨  련 하드웨어 

 소 트웨어의 발 으로 20～30여 년  빅데이터라 지칭되었던 수

의 데이터들은 더 이상 빅데이터의 정의에 부합하지 않게 되었고, 그때에

는 수치 인 분석이 쉽지 않아 분석 가능한 데이터에서 제외하곤 했던 문

자, 사진, 상 등도 이제는 처리 가능한 데이터의 역으로 진입했다.

최근 빅데이터 련 학계에서 주목하는 주제  하나는 자연어 처리

(natural language processing)이다. 자연어란 우리가 일상에서 사용하는 

문자  언어를 지칭하는 것으로, 기계어와 립되는 개념이라 생각하면 

된다. 기계어는 컴퓨터가 바로 읽어낼 수 있는 형태의 언어를 지칭한다. 

하지만 우리가 일상에서 사용하는 언어는 기계어와 상이하기 때문에 과

거에는 자연어를 컴퓨터가 처리하는 것은 상상하기 힘들었다. 단순히 기

계어를 입·출력하는 것은 이미 수십 년 부터 있었으나, 자연어를 컴퓨

터가 해석하고 분석하는 것은 최근에서야 가능해진 일이다. 자연어 처리

가 가능해지면서 컴퓨터로 분석 가능한 데이터의 양도 폭발 으로 증가

하 다. 과거부터 축 되었던 인류의 부분의 지식과 정보는 문서나 그

림, 음성 등의 형태로 장되었기 때문이다.

기계어와 자연어의 경계를 허물려는 시도는 이미 오래 부터 있었다. 

그러나 20여 년 까지만 해도 기계어를 이해하고 입력하기 쉽게 자연어

로 바꾸려는 노력이 더 많았다. 즉, 기계어를 직  사용하는 것은 학습하

기도 어렵고 실사용에도 애로사항이 많았기 때문에 최 한 자연어에 가

깝게 로그래  언어를 만들어서 사람들이 보다 쉽게 컴퓨터를 사용하
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고 이해할 수 있도록 만들려 했다. 이를 해 등장한 것이 컴 일러로, 컴

일러는 사람이 입력한 로그래  언어를 기계어로 번역하는 장치이다.

이처럼 기계어를 자연어 형태로 바꾸려는 노력은 부터 있어 왔으

나, 자연어를 기계가 처리하고 분석 가능  하는 작업은 최근에 와서야 

가능해졌다. 그 에도 문서 작업 등을 컴퓨터를 통해 처리하 으나, 이는 

엄 히 말하여 컴퓨터가 자연어를 처리했다기보다는 컴퓨터가 사람의 명

령에 따라 자연어를 표시하는 단순한 입출력에 불과했다. 컴퓨터가 자연

어를 직  읽고 이해하며 처리하는 것은 1990년 에서야 비로소 보

인 수 에서 가능해졌다.

이러한 기술 진보는 비단 컴퓨터의 하드웨어 성능이 개선된 것뿐만 아

니라 소 트웨어 인 발 도 큰 몫을 하 다. 특히 기계학습과 심층학습

은 자연어를 처리하게 하는 데 있어 매와 같은 역할을 하 다. 컴퓨터

가 자연어를 분석할 때 어려운 은 자연어의 모든 경우에 해서 사람이 

일일이 학습을 시키기 어려웠기 때문이다. 한 사람마다 사용하는 자연

어의 패턴이나 어휘가 다르므로 이것이 같은 의미를 지칭하는지 아닌지

를 단하는 것 역시 심층학습 없이는 불가능하 다. 심층학습은 컴퓨터

에게 일정한 양의 학습할 데이터를 제공하기만 하면 시스템이 주어진 데

이터 내에서 일정한 패턴을 찾은 후, 데이터를 통해 탐색한 패턴이 데이

터에 부합하는지를 스스로 검하면서 학습한다.

기계학습은 비단 이러한 자연어 처리뿐만 아니라 기존에 일상에서 

리 사용하던 수치화된 자료를 분석하는 데에도 새로운 장을 열었다. 과거

에는 경제 상을 분석하거나 측하기 한 모형을 설계할 때 주로 선형 

회귀모형이나 다 회귀모형을 사용하 다. 하지만 기계학습을 통해 경제

학자들은 라쏘(Lasso)나 릿지(Ridge) 등을 활용하여 보다 많은 제약조건

을 충족시키는 변수나 모형을 탐색하는 것이 가능해졌다. 이때 많은 기계

학습 모형에서 과 합(over-fitting)이 발생할 수 있으나, 라쏘 등은 모형

에서 일정한 페 티 효과를 넣어 과 합을 방지하고, 이를 통해 주어진 

변수들을 이용하여 보다 해석력이 좋은 일반화된 모형을 탐색하는 것을 

가능  한다. 여 히 기계학습이나 이를 이용한 라쏘에서 해석상에 어려

움이 없는 것은 아니나, 어도 합도나 설명력이 높은 모형을 찾는다는 
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목표에는 한 걸음 더 다가가게 되었다.

본 연구는 여기서 한 발 더 나아가, 일반 인 경제학의 분석 방법에서

보다는 측력을 더 높이기 해 탐색 모형에 매우 높은 수 의 자유도를 

부여한 후, 이에 기 하여 지도 학습(supervised learning)으로 노동시장

의 주요 변수들을 측하고, 이를 통해 여러 경제지표를 포함한 정형 데

이터(structured data)나 비정형 데이터(unstructured data)가 얼마나 효

과 인지를 알아볼 것이다. 아울러 비정형 데이터를 이용한 분석 결과를 

이용하여 경제 상의 흐름을 설명하거나 측하는 데 있어서 통계로 

찰 불가능한 요소들이 얼마나 작용하는지도 살펴볼 것이다.

이 게 기계학습을 통해 노동시장 변수를 측하는 것은 회귀분석을 

포함한 기존의 경제학 분석과 비교하여 다음과 같은 에서 차이가 있다. 

첫째, 기존 분석에서는 모형의 선택이나 분석에 사용하는 변수를 선택하

는 데 있어 연구자의 주 이나 임의성이 개입될 여지가 크다. 하지만 본 

연구에서 수행할 기계학습에서는 로그램이 측을 해 가장 합한 

모형과 변수들을 추출하도록 하여 이러한 임의성이나 주 을 배제할 수 

있다.

둘째로 비정형 데이터를 분석에 포함시킬 수 있다는 이다. 기존에 경

제학에서 수행해 왔던 분석은 모두 정형 데이터만을 분석할 수 있었던 반

면, 기계학습에서는 비정형 데이터까지 포함하여 분석함으로써 정형 데

이터와 비정형 데이터 간의 계, 비정형 데이터가 측하고자 하는 변수

와 얼마나 깊은 계를 가지고 있는지 등도 아울러 악할 수 있다.

마지막으로 앞서 언 한 바와 같이 모형에 거의 완 한 자유도를 부여

하여 측력을 극 화함으로써, 과연 노동시장의 변수들을 얼마나 잘 

측할 수 있는지를 측정해 볼 수 있을 것이다. 만일 기계학습 모형에서 노

동시장 변수를 거의 정확하게 측해 낸다면 해당 측력을 가능한 최

의 측력으로 놓고, 이러한 측력에 근 한 결과를 내는 모형을 찾음으

로써 역으로 노동시장 변수들이 가지는 특성을 유추해 볼 수 있다. 이는 

아울러 기계학습 모형이 가지는 단 인 측 결과에 한 설명을 제공하

지 않으며, 어떠한 모형으로 측했는지를 알려주지 않는다는 단 을 극

복할 수 있을 것으로 보인다. 모형에 계 성, 각종 고정효과, 자기상  등 
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여러 요소를 고려하면서 기계학습 모형의 결과와 비교하여 유사한 결과

를 내는 모형을 찾은 후, 모형을 통해서 기계학습의 측 결과를 간

으로 추론하거나, 혹은 과거 노동시장의 움직임을 설명하고 변동의 원인

을 찾을 수 있다.

제2  연구의 구성

본 연구의 목 은 가용한 국내외의 수치화된 통계 자료를 기반으로 노

동시장의 주요 변수들을 측해 과 아울러, 자연어 처리 기법을 통해 한

국어로 된 신문 기사를 활용하여 모형의 측력이 높아지는지를 검증하

는 데 있다. 이를 바탕으로, 노동시장의 주요 변수를 측하거나 향을 

미치는 변수들은 어떠한 변수들인지 탐색함과 아울러, 신문 기사 등으로 

변되는 여론이 경제 변수에도 향을 미치는지 알아보고자 한다. 기존 

경제학 연구에서는 여론이나 심리가 경제에 미치는 향을 악하기 

해서 여론이나 심리를 변한다고 보는 간 인 통계 자료를 분석에 추

가하여 왔으나, 본 연구에서는 여론의 향을 직 으로 모형에 추가함

으로써 여론이 얼마나 노동시장에 향을 미치는지를 보다 정확하게 측

정할 수 있다.

우선 제2장에서는 기계학습의 원리와 자연어 처리를 한 방법을 설명

한 후, 본 연구에서 활용할 정형 데이터  비정형 데이터에 해서 소개

할 것이다. 한 이러한 데이터를 활용해서 모형을 어떻게 설계했고 로

그램이 측하는 과정은 어떻게 되는지 설명할 것이다.

제3장은 노동시장 주요 변수인 경제활동참가율, 고용률, 실업률을 각각 

측하는 모형을 구 한 결과를 살펴볼 것이다.

우선, 첫 번째 모형에서는 수치화된 통계 자료만을 가지고 노동시장 변

수들을 측할 것인데, 통계 자료를 다시 두 유형으로 분류하 다. 첫 번

째 유형은 노동시장 변수들로, 학력수 별, 연령별, 지역별 노동시장 변수

들이다. 즉, 측하고자 하는 변수들과 가장 하게 연 된 노동 통계
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만을 학습해서 상술한 세 수치를 측하는 것이 첫 번째 모형이다. 두 번

째는 노동시장 변수들뿐만 아니라, 인구, 주택, 경기, 수출입, 융시장, 

산업 생산  물가 등등, 가용한 국내의 모든 통계 자료를 입력하여 경제

활동참가율, 고용률, 실업률을 측할 것이다. 이 두 모형의 결과를 비교

함으로써 노동시장 변수들이 노동시장 내외의 실물 경제 요인들과 어떠

한 계를 가지는지 간 으로 살펴볼 수 있을 것이다.

세 번째 모형에서는 앞선 모형에서 활용한 모든 통계 자료에 국내 신

문 기사의 제목을 자연어 처리한 후 추가하여 측 모형을 구 할 것이

다. 이를 통해 수치화된 통계만을 활용한 모형의 측력과 자연어를 포함

한 모형의 측력을 비교하여 경제 상을 설명하거나 측하는 데 있어 

통계상으로 찰 불가능한 요소들이 실물 경제 변수에 얼마나 향을 미

치는지에 해서 살펴보고자 한다. 이후에는 상술한 모형의 측 결과들

을 종합하여 노동시장 주요 변수들과 하게 연 되어 있는 경제 변수

는 무엇인지 탐색해 보고, 경제 상을 설명하는데 있어 고려해야 할 변수

들이 무엇인지 고찰해 볼 것이다.

제4장에서는 이후 각종 경제모형을 설계하거나 측 모형을 세울 때 기

계학습이 기여할 수 있는 바가 있는지를 검토하고, 어떠한 변수들을 고려

하는 것이 합리 일 수 있는지 안을 모색하고자 한다.



제2장 기계학습과 예측 모형  7

제2장

기계학습과 측 모형

제1  기계학습의 원리

1. 기계학습의 정의와 원리

기계학습과 심층학습이 명확하게 구분되는 것은 아니다. 연구자에 따

라서는 기계학습과 심층학습을 동의어로 사용하기도 하고, 어떤 연구자

들은 심층학습을 기계학습과는 독립된 개념으로 보기도 한다. 하지만 일

반 으로 심층학습은 기계학습 알고리즘의 한 종류로 이해하고 있기 때

문에 본 연구에서는 기계학습의 하  개념으로 간주하겠다. 심층학습에

서 사용하는 부분의 방법론은 기계학습의 방법론을 차용하거나 변용한 

경우가 많으며, 특수한 상황에서 용하는 기계학습에 가깝기 때문이다.

기계학습은 사 으로 “스스로 학습하여 개선해 나가는 컴퓨터 알고

리즘(the study of computer algorithms that improve automatically 

through experience)”1)이다. 다시 말해서 기계학습이란 기계, 즉 컴퓨터

가 스스로 주어진 데이터를 이용하여 학습한 후 데이터 내에서 일정한 규

칙이나 패턴을 찾아내어 이를 다른 데이터들에 용하는 방법이라 할 수 

있다.

1) Mitchell, Tom(1997: prefaceⅩⅤ), Machine Learning, New York :McGraw Hill.
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기계학습은 크게 지도 학습(supervised learning)과 비지도 학습(un 

supervised learning)으로 나  수 있으며, 최근에는 이 둘을 혼합한 반지

도 학습(semi-supervised learning)도 사용하고 있다. 지도 학습은 사람이 

개별 데이터 입력값마다 이블을 부여해 주면 컴퓨터가 입력값과 이

블을 이용해서 시스템을 학습하는 것이다. 최종 으로 컴퓨터가 처리해

야 하는 데이터의 양이 100만 개라 가정하면, 일일이 사람이 수작업으로 

처리하는 것보다야 컴퓨터를 이용해서 단순 반복작업을 사람이 직  수

행하는 것이 시간이나 비용 측면에서 보다 약되겠지만, 기계학습은 이

러한 작업에 들어가는 노력을 보다 낮춰 다. 컴퓨터에게 학습을 해 데

이터 1만 개에 해서 사람이 작업한 결과를  후, 이를 학습해서 나머

지 99만 개를 처리하도록 한다면 사람이 해야 하는 업무의 양이 크게 

어들게 된다. 한 사람이 일일이 처리하는 경우 오류의 발생 가능성도 

높으나, 기계학습으로 체하는 경우에는 기 입력값에 큰 오류가 없으

며, 학습에 사용된 데이터들의 성격이 나머지 데이터와  다르지 않다

면 작업에서 오류의 가능성도 히 어들게 된다.

그러나 여기서 지도 학습의 단 도 동시에 확인할 수 있다. 지도 학습

을 해서는 기에 학습을 한 데이터를 제공해야 하는데, 이 데이터의 

이블이 정확할수록 시스템이 보다 정확하고 효과 이며 신속하게 학습

을 수행한다. 하지만 기에 주어진 학습 데이터의 정확성이 떨어지거나 

질이 나쁜 경우 학습의 정확성이나 효율성도 마찬가지로 하된다. 따라

서 지도 학습의 경우 기 학습 데이터를 만드는 데 많은 시간과 노력이 

소요되며, 경우에 따라서는 문가의 개입을 필요로 하기 때문에 많은 비

용이 소요될 수 있다. 한 요구되는 이블의 수 이나 개입 수 이 높

은 경우에는 학습을 해 많은 시간과 노력이 소요됨에 따라 최종 으로 

생성되는 학습용 데이터의 양이 어질 수도 있다.

비지도 학습은 지도 학습과는 반 로 시스템이나 컴퓨터가 스스로 주

어진 데이터를 이용하여 학습하는 것이다. 이 경우, 시스템이 수행하는 

학습이 어떠한 것이며 그 학습이 정확한지에 해서 사람이 확인할 수 있

는 방법이 없다. 따라서 일정한 수  이상의 정확성을 요구하거나 주어진 

문제에 한 답을 찾아야 하는 경우에는 비지도 학습 방법을 용할 수 
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없다. 비지도 학습이 활용되는 경우는 많은 양의 데이터를  후 이들을 

군집화(clustering)하거나 혹은 집단 내에서 데이터들의 분포를 추정하는 

분야 등이다.

최근 비지도 학습은 자연어 처리와 연 되어 각 받고 있다. 많은 양의 

문헌이나 텍스트에서 주제어를 탐색하거나 주제어 간의 일정한 규칙이나 

계를 찾는 작업을 수행할 때 최근 비지도 학습이 많이 쓰이고 있는데, 

표 으로 잠재  디리클  할당(Latent Dirichlet Allocation : LDA)이

나 문헌 기반 탐색(Literacy Based Discovery : LBD)을 들 수 있다.

문헌 기반 탐색은 텍스트 마이닝(text mining)에서 최근 사용되는 방법 

 하나로, 특정 주제와 련된 문헌, 연구, 결과물, 각종 보고서 등의 문

건을 수집한 후, 연구자의 심사항과 련된 키워드에 주석(annotation)

을 달아서 심 주제어들 간의 잠재  (인과) 계를 비지도 학습 형태로 

제공하는 방법이다.

COVID-19와 같이 아직 백신이나 치료법이 개발되지 않은 새로운 질

병에 한 연구를 수행할 때, 연구자는 Corona Virus와 련하여 재까

지 진행된 수많은 련 문헌  자료들을 탐색해야 한다. 사람이 이 과정

을 직  일일이 수행하기에는 시간이 많이 소요될 뿐만 아니라 인지  능

력의 한계로 인해 탐색된 문헌 내에 포함된 주제들 간의 잠재  계(

는 새로운 연구 주제)를 악하기 어렵다는 단 이 있다.  이 과정에서 문

헌 기반 탐색을 사용하면 문헌 탐색에 소요되는 시간을 단축하고 잠재  

연구 주제에 한 아이디어를 얻을 수 있다. 문헌 기반 탐색의 과정은 다

음과 같다. 우선 COVID-19 련 의학 논문과 보고서, 병원 차트 기록 등

의 자료를 수집한다. 이후, 수집된 텍스트  일부에 연구자가 심 있는 

주제와 연 된 키워드들을 찾아서 주석을 부여하는데, 를 들어 환자의 

특성을 나타내는 변수  하나인 연령에 해서 ‘age’라는 주석을 달고, 

키나 몸무게, 거주지 등에 해서도 마찬가지로 각각의 주석을 부여하며, 

증상이 나타난 신체 부 나 구체 인 증상에 해서도 각각 유형별로 주

석을 제공한다. 아울러 처방한 약, 치료 방법, 효과를 보는 데 걸린 시간, 

완치 여부 등등에 해서도 통일된 주석이나 이블을 제공하면, 로그

램은 텍스트를 인식한다. 이 과정은 얼핏 사람이 이블이나 주석을 달아
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서 제공하기 때문에 지도 학습으로 보일 수 있다. 하지만 로그램이 주

어진 기 텍스트에서 환자의 개인 특성, 치료법이나 처방한 약, 완치 여

부 등등에 해서 주석을 통해 인식하면, 이를 바탕으로 수집된 체 텍

스트에 해당 주석을 확 해서 용한다. 문헌 기반 탐색은 주석이 부여된 

체 텍스트에 해 비지도 학습을 수행한 후, 결과물로 잠재 인 연구 

주제 목록이나 시각화된 형태로 주제어  련어에 한 탐색 도구를 산

출한다. 이를 바탕으로 COVID-19 치료에 해서 개인 특성별로 가장 효

과 이었거나 효과가 없는 치료법이나 약은 무엇인지, 어떠한 증상에 

해서 어떠한 약품이나 구성물이 효과가 있는지를 악하여, 가장 효과

인 치료약을 선택하거나 혹은 치료약을 개발하는 과정에서 기 오차를 

이고 탐색 시간을 단축시킬 수 있다.

문헌 기반 탐색에서 기에 제공하는 주석은 로그램이 학습해야 하

는 데이터라기보다는 로그램이 이후에 유형을 분류할 때 사용하는 지

침을 제공하는 것이며, 실제 분석은 심 주제어들 간의 계를 추출하는 

것으로, 이 과정에서는 어떠한 외부 학습도 수행하지 않는다.

잠재  디리클  할당은 주제 분석(topic modelling) 기법  가장 리 

활용되는 방식으로, 텍스트 마이닝으로 제공된 문서들 내에서 특정 주제

와 연 된 연 어들의 분포를 확률  모형으로 보여주는 방법이다. 특정

한 주제와 련된 문서를 수집한 후, 해당 문서들에 등장하는 단어들의 

빈도를 분석하면 특정 주제와 연 된 단어 혹은 표 이 무엇인지를 악할 

수 있다. 이러한 과정 자체는 TF-IDF(term frequency–inverse document 

frequency)와 크게 다르지 않다. 잠재  디리클  할당과 TF-IDF와의 차

이는, TF-IDF의 경우에는 단어가 한 문서에 얼마나 많이 등장하며 해당 

단어가 수집된 문서 혹은 주제와 연 된 문서들 에 몇 개에 등장하는지

의 단순 분포에 을 맞춘 것이라면, 잠재  디리클  할당은 문헌 내

에서 해당 단어가 잠재 으로 갖는 의미, 즉 문맥상의 의미를 수치 으로 

악하기 한 확률 모형을 찾으려고 한다는 에 있다. 따라서 잠재  

디리클  할당은 수집된 텍스트를 통해서 기존에 알지 못했던 주제  그 

주제와 연 된 단어들 혹은 표 들을 보여 으로써 하나의 상과 연

되어 있었지만 기존에는 인식하지 못한 다른 원인이나 결과를 탐색하거
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나 병행하는 상을 찾는 것이 가능하다. 잠재  디리클  할당은 특히 

수집된 문서들을 일정한 체계에 따라 분류한 후 해당 분류에 의해서 특정 

주제가 어떠한 연 어와 계를 가지거나 어떠한 특성을 보이는지를 분

석하는 데 유용하다.

마지막으로 살펴볼 기계학습의 유형은 반지도 학습(semi-supervised 

learning)이다. 반지도 학습은 지도 학습과 비지도 학습의 혼합이며, 실제

로는 지도 학습에 가까운데, 앞서 지도 학습을 해서는 사람이 직  학

습용 데이터에 이블을 부여하는 작업을 해야 함을 언 하 다. 하지만 

다수의 학습 데이터에는 이블이 부여되었으나 일부 학습 데이터에는 

이블이 락된 경우 시스템이 이블이 있는 다수의 데이터를 학습하

여 이블이 없는 소수의 학습 데이터를 보충한 후, 완결된 학습 데이터

로 재학습을 수행한다. 그 이후 나머지 데이터들은 완결된 학습 데이터로 

학습한 결과를 가지고 분석을 수행한다. 반지도 학습의 경우, 부분 지

도 학습과 크게 차이가 나지 않으며, 지도 학습으로 간주되기도 한다.

기계학습 에서도 특히 심층학습에 한 심이 높아지고 있는데, 심

층학습은 인공신경망(artificial neural networks)에 기반하는 기계학습 기

법이라 할 수 있다. 인공신경망은 복잡한 연산을 효율 으로 수행하고 계

산된 결과물의 정확성을 제고하기 해 컴퓨터 공학에서 시도된 여러 방

법론  하나로, 생체신경망(biological neural networks)의 구조를 모방

하여 유사하게 연산을 처리하는 방식이다. 인공신경망은 이미 1960년

에 고안된 개념으로, 당시 통 인 통계 모형으로는 해결할 수 없는 

SOR 문제와 같은 어려운 문제들을 해결하는 데 사용되었으나, 구조가 복

잡하고 처리 시간이 길기 때문에 당시의 컴퓨  자원으로는 효율성이 오

히려 떨어지는 연산 방식이었다. 그러나 최근 로세서 성능의 비약 인 

발 으로 기존에 인공신경망 처리 방법이 안고 있던 문제들이 하드웨어

으로 한 소 트웨어 으로 해결되면서 인공신경망 기법 자체가 구  

가능한 방법이 되자, 기계학습에서 유용한 방법으로 연구자들이 리 사

용하기 시작했다. 최근 그래픽 로세서(graphic processing unit)를 기반

으로 하는 평행처리(parellel processing)  심층학습 임워크(deep 

learning framework)가 무료로 보 되면서, 심층학습은 기계학습 내에서
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도 특별히 주목받으며 리 쓰이게 되었다. 

이에 따라 인공신경망에 한 명칭도 시 의 흐름에 맞추어 바 고 

있는데, 인공신경망이 처음 고안된 1960년 에는 주로 인공신경망 계산

법(artificial neural networks computation) 혹은 신경망 계산법(neural 

computation)으로 불렸다. 하지만 최근에는 인공신경망이 더욱 생체신경

망의 구조에 근 해 가고 구조  복잡도도 증가하면서 심층 신경망(deep 

neural networks) 혹은 심층학습(deep learning)으로 불린다.

심층학습은 최근 거의 모든 분야에서 각 받고 있으나, 가장 활발하게 

사용되는 분야는 컴퓨터 시야(computer vision), 음성 인식(voice or speech 

recognition), 사진 인식(minage recognition), 자연어 처리(natural language 

processing) 등이다. 통 인 통계  분석 방법에서는 사진이나 상, 음

성, 혹은 자연어를 컴퓨터가 처리할 때 새로운 데이터가 기존의 분류에 

정확하게 일치하지 않으면 컴퓨터가 인식하거나 처리할 때 정확성이 매

우 떨어졌다. 따라서 연구자들은 새로운 사진이나 음성, 자연어가 주어졌

을 때 컴퓨터가 학습을 통해 기존의 데이터들과의 유사성을 스스로 탐색

하여 유형을 분류하고 분석을 수행하는 방식을 찾으려 했다. 심층학습은 

이를 한 가장 효율 인 방법은 아닐 수 있으나 재의 컴퓨  자원과 

가용한 방법론을 고려했을 때 효과 인 방법론  하나라고 할 수 있다.

최근에는 사진이나 상, 자연어 등의 비정형 자료만을 상으로 하지 

않고 심층학습을 경제  경  분야에서 도입하려는 시도도 이루어지고 

있다. 하지만 심층학습은 학습된 결과물을 시스템이 도출하기는 하지만 

왜 이러한 결과를 내놓았는지에 해서는 설명을 제공하지 않는다는 치

명 인 약  때문에 리 쓰이지는 않고 있다. 하지만 이미 자연어나 사

진, 음성 등을 경제학  분석과 결합하거나, 혹은 해석 불가능성을 완화

하기 한 라쏘  릿지 등의 여러 시도들이 이루어지고 있기 때문에 멀

지 않은 미래에는 사회과학  인문과학에서도 심층학습이 리 쓰일 가

능성을 배제할 수 없다.
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2. 자연어 처리를 활용한 선행 연구

본 소 에서는 기계학습  심층학습 혹은 자연어 처리를 활용하여 경

제 상을 수치 으로 측(numerical value prediction)하거나 활용한 사

례를 살펴보고 노동시장 측 모형을 설계하는 데 있어 시사 을 찾고자 

한다.

재 기계학습을 가장 활발하게 활용하는 분야는 융이다. 주가는 시

시각각 변화하기 때문에 주가의 움직임을 측하거나 분석하기 해서는 

짧은 주기로 양산되는 많은 양의 빅데이터를 처리하거나, 혹은 일반 인 

통계 자료 외에 각종 사회 계망(SNS)이나 뉴스 등 자연어 형태의 자료

를 분석해야만 한다. 한 회계 분야에서는 단순한 숫자의 크기나 배열만 

분석해야 하는 것이 아니라, 회계 장부에 포함된 자연어들도 분석 과정에

서 포함되어야 함은 물론 멀리 떨어진 표와 셀 간의 계도 요하기 때

문에 동떨어져 보이는 숫자들 간의 계까지 모두 아우를 수 있는 심층학

습이 필수 이라 하겠다. 형 투자회사의 정보를 이용할 수 있는, 연

이 고액인 펀드 매니 들의 수익률이 5년 평균 기 으로 주식시장의 평

균 수익률을 상회하는 경우가 드물다는 연구 결과(Soe, 2014)가 나오면서, 

심층학습을 통해 융시장에서 투자와 련된 의사결정을 도와주는 로

그램에 한 수요가 증가하고 있다.

Vargas et al.(2018)은 주가를 측하여 투자에 한 의사결정을 하는 

데 자연어 처리 기법을 활용하 다. 이들은 이낸셜 뉴스의 기사와 기술

 지표들을 활용하여 자연어를 심층학습으로 분석한 후 주가의 일일 변

동성을 측했는데, 이들은 자연어를 포함한 측 모형이 그 지 않은 모

형과 비교하여 더 나은 결과를 내는지 비교 분석하 다. 이들의 연구 결

과에 따르면 이낸셜 뉴스 기사를 포함한 의사결정 모형은 투자 수익의 

안정성은 제고했으나, 수익성 자체를 높이지는 않는 것으로 나타났다.

Cerchiello et al.(2018)은 앞선 Vargas et al.(2018)과 유사하게 이낸

셜 뉴스의 기사와 각종 수치화된 통계 자료를 활용하여 은행의 안정성을 

평가하는 모형을 개발하 다. 이들은 이낸셜 뉴스의 기사를 Doc2Vec2) 

알고리즘으로 벡터화(vectorization)한 후 이를 은행의 재정 상황에 한 
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수치 자료와 결합시켰다. 연구 결과, 은행의 재정 상태를 보다 정확하게 

악하는 데 있어서는 단순한 재무제표  은행에 한 각종 수치  자료

만이 아니라 이낸셜 뉴스를 포함한 모형이 더 나은 성과를 보 다. 앞

선 Vargas et al.(2018)과 비교하면, Vargas et al.(2018)은 자연어까지 포

함하여 단기 변동성이 큰 수치를 빠르게 측하는 모형을 만들고자 하

고, Cerchiello et al.(2018)은 발표 주기가 상 으로 긴 수치에 한 

측 모형을 개발하 다. 두 연구 결과의 차이는, 자연어 처리가 어도 단

기간에 변동성이 큰 수치를 측하는 데에는 합하지 않으나, 장기

인 stock에 해서는 상 으로 측 효율성 제고(提高)에 도움이 될 수 

있음을 시사한다.

경제성장률에 해서 자연어 처리와 심층 분석을 결합한 연구도 있다. 

Sheehan et al.(2019)는 키피디아 기사를 분석하여 개발도상국의 경제 

개발 상황을 측하는 모형 개발을 시도했다. 개발도상국이나 소득 국

가에서 나타나는 행정력의 미비로 인한 행정 통계의 부정확성  발간되

는 행정 통계의  숫자 부족 등의 문제를 해결하고 보다 정확하게 

소득 국가의 경제 상황을 알아보기 해 자들은 자연어를 분석에 포

함시키는 방안을 시도하 다. 이들은 집단의 재산 상황  교육 성취도 

등 몇 가지 경제 련 지표들을 키피디아 기사를 통해 측했다. 이들

이 키피디아 기사를 상으로 삼은 것은 소득 국가에 해 편향이 

으며 신뢰할 수 있는 자연어 자료를 얻기 해서이다. 이들 연구에서는 

자연어를 포함하지 않은 모형과 비교하여 자연어를 처리한 모형에서 

측력이 더 높은 결과가 나왔다.

한국어를 직  사용하여 경제 상을 측하거나 설명하려는 시도는 

아직 많지 않은 실정이다. 일부 북한 련 연구(김수 ․손욱, 2020)에서 

자연어 처리 기법이 시도되었으나, 아직은 수치화된 통계 자료를 활용하

여 심층학습을 통해 모형을 개발하는 연구는 소수( 數)에 머물러 있다. 

2) Doc2Vec은 자연어 처리 기법  하나로, 문자로 작성된 자연어를 컴퓨터가 분석 

가능하도록 수치 으로 변환시키는 여러 기법  하나이다. Doc2Vec의 원리는 

Le, Q. V. & T. Mikolov(2014), “Distributed Representations of Sentences and 

Documents,” 32에 보다 상세하게 설명되어 있다.
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Soohyon Kim(2020)은 앙상블 러닝과 베이지안 러닝 기법으로 심층학습

을 통해 거시경제 변수인 월간 통 기  수출과 환율을 측하는 모형

을 개발하 다. 그 결과, 심층학습 모형은 두 수치 모두 더 나은 측력

을 보여줬음은 물론, 측치의 오차 범 도 보다 정확하게 제시하 음

을 보 다.

정한웅(2016)은 심층학습 알고리즘을 활용하여 1999년부터 2015년 사

이에 국내 유가증권시장에 상장된 비 융 기업의 부도를 측하는 모형

을 개발하 다. 연구 결과에 따르면 심층학습 알고리즘은 기존의 부도 

측 모형들과 비교하여 더 나은 측력을 보여주었다.

이상에서 기존의 자연어 처리  심층학습을 이용하여 경제 상을 분

석한 연구들을 살펴본 결과, 자연어 처리는 단기간에 빠르게 변화하는 수

치를 측하는 데에는 부 합할 가능성이 높다. 하지만 수치화하기 어려

운 여러 사회경제  지수(socioeconomic indicators)나 충분한 기간을 두

고 집계되는 량(stock variable)에 해서는 충분히 나은 측력을 가질 

수 있음을 시사하고 있다. 한 자연어 처리를 하지 않더라도, 심층학습

은 시스템이 스스로 오차를 개선함으로써 모형을 개선하여 통 인 경

제 모형과 비교하여 더 나은 측력을 보 음을 확인할 수 있다. 다만, 심

층학습을 통한 측이 자칫 과 합하는 문제로 인해 설명력이 높은 것일 

수도 있어, 충분한 기간을 두고 수치를 측  하여 장기에 걸쳐서도 심

층학습 모형의 측력이 높은지, 그리고 변하는 상황이 발생했을 때에

도 좋은 측력을 보여주는지에 해서 검토해 가며 측에서의 효율성

을 검토할 필요가 있다 하겠다.

한 지 까지 자연어 처리를 통해 경제 상을 측하거나 분석한 연

구 다수가 어를 상으로 하 으나, Doc2Vec  여러 자연어 처리 기

법의 원리상 자연어 처리가 특정 언어에 보다 합한 방향으로 설계되어 

있는 것은 아니기에 한국어에 해서도 자연어 처리 기법을 용시켜 그 

결과를 보는 것이 의미가 있다 하겠다. 특히, 이를 통해 향후 한국어에 

해서 자연어 처리 성능을 향상시키는 방법이나 어와 비교한 분석에서

의 정확성  수월성 등도 이후의 자연어 처리 연구에서 참고할 수 있을 

것으로 보인다.
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3. 기계학습을 이용한 자연어 처리

최근 사용하는 자연어 처리 기법은 다수가 기계학습, 그 에서도 특히 

심층학습을 기반으로 하고 있다. 심층학습은 많은 컴퓨  자원(computing 

resource)를 요구하지만, 기존에 리 사용하던 통계  모형을 기반으로 

한 자연어 처리 방법들보다 더 정확성이 높은 측  분석 결과를 보여

주고 있다. 표 인 자연어 처리 기법 용의 로 자동 번역 시스템이

나 자동 문서 요약 시스템, 혹은 Q&A 시스템을 꼽을 수 있으며, 최근 확

산되고 있는 자동 안내 기능  자동 응답 기능 역시 이러한 자연어 처리

의 한 라 할 수 있다.

자연어 처리가 효과 으로 이루어지기 해서는 자연어로 구성된 자료

를 정리하는 처리 과정(pre-processing)이 요하다. 잘 정리되지 않은 

데이터가 입력되면 기계학습은 필연 으로 분석 기간이 오래 걸리거나, 

분석에서 정확성이 떨어지거나, 혹은 둘 모두가 발생한다. 따라서 자연어 

처리에 있어서 처리는 분석의 효율성과 결과의 정확성 제고를 해 필

수 이다.

데이터 처리 과정에서 주로 이루어지는 것은 데이터에는 포함되어 있

지만 기계학습과는 무 한 불용 단어(stopwords), 문장 기호(punctuations), 

특수문자(special characters)를 제거하는 것이다. 이때 모든 문자 기호나 

특수문자를 제거하는 것은 아니며, 로그램이 요하게 인식할 수 있는 

것은 남겨놓아야 한다. 를 들어, 문장 단 로 자연어를 분석하는 데 있

어 문장의 종료를 알리는 마침표는 지워서는 안 되며 반드시 필요하다 할 

수 있다. 하지만 문장의 종결을 선언했음에도 반복 으로 종결 기호가 등

장하거나, 충분한 의미 달이 이루어졌음에도 각종 특수 입력 기호를 삽

입한 경우에는 이들을 삭제해야 한다.

한편 데이터 처리 과정에서 이후 자연어 처리를 해 반드시 필요한 

과정이 형태소 분석(tokenization)이다. 시스템이 자연어를 처리하기 해

서는 입력된 언어를 최소 처리 단 (형태소, token)로 분할해야 한다. 만

일 여러 문장들로 구성된 텍스트를 다루는 경우에는 형태소 구분 이 에 

문장 단  구분 작업을 수행한 후 문장 단 로 형태소를 구분한다.
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처리를 마친 자연어 텍스트는 기계학습 알고리즘에 의해서 처리된

다. 기계학습에 의해서 자연어가 처리되는 과정은 크게 인덱싱(indexing), 

수치 변환(word embedding), 패딩(padding), 그리고 텐서(tensor) 변환을 

거친다.

자연어는 그 자체로 시스템이나 로그램이 읽어서 처리할 수 없다. 따

라서 기계가 읽을 수 있는 언어로 자연어를 변환해야 하는데, 입력된 데

이터를 기계어로 변환하기 한 과정  하나가 인덱싱이다. 인덱싱 과정

에서 모든 단어들은 고유의 인덱스 값으로 체되어 처리된다. 다시 말해

서 개별 단어나 표 마다 1:1의 고유한 값을 부여해 이후 수치로 변환한

다. 이때 0번 인덱스는 특수 문자인 ‘<pad>’에 할당하는데, 이는 이후 설

명할 패딩 과정을 해서 필요하다. 따라서 부분의 인덱스 과정에서 0

번으로 할당되는 표 은 없다고 보아도 좋다.

인덱싱을 마치면 시스템은 자연어를 필요한 구성 요소별로 분해해서 

각각의 구성 요소를 기계가 읽을 수 있는 수치(numerical value)로 변환

하는데 이 과정을 수치 변환이라고 한다. 를 들어, ‘기계학습을 통해 노

동시장을 분석한다’는 문장을 컴퓨터가 처리한다면, 하나의 문장을 [‘기

계’, ‘학습’, ‘을’, ‘통해’, ‘노동시장’, ‘을’, ‘분석’, ‘한다’]라는 8개의 구성 요소

로 분할하여 각각의 구성 요소별로 고유의 벡터값을 배정한다. 이 게 개

별 구성 요소별로 수치화된 벡터값을 부여하는 과정을 수치 변환이라 한

다. 입력된 자연어의 개별 단어를 고유한 벡터로 변환하는 수치 변환 과

정에서, 각각의 고유 벡터는 특정한 통계  가정하에 임의로 배정될 수도 

있으나, 일반 으로 키백과 등과 같은 량의 자연어 조합(corpus)을 

가지고 미리 기계학습한 벡터(pre-trained word embeddings)를 사용하는 

것이 수치 측 등과 같은 자연어 처리를 더 정확하게 수행하는 데 도움

이 된다는 것이 학계의 체  의견이다.

이론 으로는 수치 변환 이후에 개별 표 이나 문장마다 길이가 다를 

수밖에 없으나, 심층학습을 해서는 이들이 모두 동일한 길이의 벡터를 

가져야 한다. 따라서 길이가 가장 긴 표 이나 문장을 기 으로 삼아서, 

그보다 길이가 짧은 문장이나 표 은 벡터의 길이를 늘려줘야 한다. 앞서 

인덱스에서 0번은 ‘<pad>’에 할당된다고 했는데, 이 ‘<pad>’를 통해서 짧
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은 표 이나 문장들의 벡터 길이를 모두 동일하게 맞춘다. 이러한 과정을 

기계학습에서는 패딩이라 한다. 패딩을 마치고 나면 모든 벡터들은 동일

한 길이를 가지며 시스템이 분석할 수 있는 비를 거의 마치게 된다.

기계학습을 한 수치화의 마지막 단계는 텐서 변환이다. 원래 텐서는 

일반화된 n차원 행렬(generalized n-dimensional matrix)을 의미하지만, 

기계학습에서는 3차원 이상의 숫자 배열을 텐서라고 부른다. 텐서로 변환

된 자연어들은 심층학습 임워크의 자료 처리 기본 단 인 텐서로 입

력되어 로그램이 읽고 처리한다.

텐서화된 자연어들은 심층학습 측 모형을 통해서 분석된다. 심층학

습 내에서는 자연어를 처리하는 여러 가지 모형이 존재하지만, 최근의 자

연어 처리 연구에서는 크게 순환 신경망(recurrent neural network : RNN) 

기법과 합성곱 신경망(convolutional neural network : CNN) 기법이 주로 

사용된다. 자연어는 문장의 순서가 요하며, 순서가 바 면 의미가 성립

하지 않거나 혹은 의미가 바 는 경우가 많다. 한 문장이나 표 의 길

이가 가변 이고, 특정 문장이나 표 은 유달리 긴 경우도 있다. 순차

인 자료의 해석과 가변 인 길이의 자료를 처리하는 데 있어서는 LSTM 

(Long Short-Term Memory)나 GRU(Gated Recurrent Unit)와 같은 순

환 신경망이 합성곱 신경망보다 합하다는 것이 학계의 론이다.

합성곱 신경망은 자연어의 이해와 처리를 해 필수 인 문맥의 장기 

의존성(long-term dependency of the context)을 악하기 어렵기 때문에 

활발하게 사용되고 있지는 않다. 한 합성곱 신경망은 순환 신경망에 비

해 상 으로 보다 큰 용량의 메모리를 요구한다는 물리 인 약 도 존

재한다. 하지만 합성곱 신경망은 순환 신경망에 비해 연산이 신속하고 효

율 이며, 최근 용량의 메모리를 확보하는 것이 이 과 비교하여 수월

해진  때문에 차 활용 빈도가 증가하고 있다.

하지만 모든 순환 신경망 기법이 자연어 처리에 좋은 것은 아니다. 특

히 긴 텍스트나 문헌을 탐색할 때는 단순 순환 신경망(simple RNN)을 사

용하는 것이 합하지 않을 수 있다. 단순 순환 신경망 모형은 연산이 단

순하고 효율 이며 과거의 이벤트를 재의 측에 반 한다는 장 은 

있지만, 과거의 이벤트를 반 하는 고려 가능 기간이 상 으로 짧다. 
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반면 LSTM은 계산에 필요한 매개 변수의 숫자가 더 많기 때문에 더 높

은 계산 능력을 요구함에도 오래 에 발생한 이벤트를 재의 측 모형

에 사용할 수 있다는 장 이 있다. 다수의 심층학습 사례에서 단순 순환 

신경망으로 구성한 모형을 LSTM 모형으로 체하는 것만으로도 측의 

정확성이 높아진다고 알려져 있다.

제2  데이터

1. 정형 데이터

빅데이터 분야에서는 데이터의 유형을 크게 정형 데이터(structured 

data)와 비정형 데이터(unstructured data)로 나 다. 정형 데이터란 수치

화된 결과물을 제공하는 통계 자료를 의미한다. 를 들어, 분기별 경제

성장률 수치는 거시경제의 변동성을 보여주는 정형 데이터라 할 수 있다. 

비정형 데이터는 수치화되지 않아 컴퓨터가 바로 읽고 처리할 수 없는 데

이터를 의미한다. 표 인 비정형 데이터가 문자, 사진, 상, 음성 등이

다. 시스템이 비정형 데이터를 처리하기 해서는 일단 수치화 작업을 통

해 정형 데이터와 유사한 형태로 만든 후 처리한다. 본 소 에서는 분석

에 사용한 정형 데이터는 무엇인지 살펴보고 소개할 것이다.

정형 데이터는 크게 두 분류로 나  수 있다. 첫째는 노동시장 련 통

계로, <표 2-1>은 분석에서 사용한 통계 목록을 보여주고 있다. 이  경

제활동참가율, 실업률, 고용률은 실제 모형이 측하고자 하는 변수들이

다. 각 변수들은 성별의 경우 체와 남성  여성에 해서, 연령별 변수

들은 제공하는 모든 연령 별 변수 각각에 해서 통계치를 사용하 다. 

경제활동인구조사에서 제공하는 연령 유형은 15세 이상 체, 15～19세, 

20～29세, 30～39세, 40～49세, 50～59세, 60세 이상, 15～64세, 15～24세, 

15～29세이다. 교육정도별 경제활동인구 총 에서 제공하는 교육수  유

형은 체, 졸 이하, 졸, 고졸, 졸 이상, 문 졸, 학교졸 이상 이
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게 7가지이다. 

기계학습은 경제활동인구  각종 노동지표의 성별 변화, 연령별 추세, 

교육정도별 트 드 등을 분석하고, 아울러 당기에 각 통계가 실제 측하

고자 하는 통계와 어떠한 계가 있는지를 악할 것이다. 그래서 재까

지 악된 연 성을 바탕으로 측하고자 하는 시기의 노동통계를 제공

할 것이다.

이외에 분석에서 사용하는 통계는 인구 이동, 경기  경제에 한 변

수, 생산  투자 련 지수, 재고 지수, 철강 등 몇몇 품목의 생산량, 공

종별 혹은 동수별 건설수주액과 수주 건수, 산업별 품목별 수출입 물량 

 수출입 물가지수, 품목별 소비자물가지수와 생산자물가지수, 신용카드 

사용액, 각종 지  결제  통화 융 련 통계들, 그리고 주식시장에 

한 지표들을 포함하고 있다. 이들 지표는 모두 2001년 1월 이후 2020년 

10월까지 모두 월별 단 로 측정된 지표이다. 일별 지표로는 2001년 1월 

1일부터 2020년 10월 31일까지의 일자별 시  각종 리 지표  주가지

수를 사용하 다. 사용한 변수들의 상세한 목록은 [부록]에 첨부하 다.

정형 데이터 다수는 실물 경제의 움직임이나 사회 내에서 발생하는 여

러 변화의 방향  크기를 실질 으로 측정한 결과를 나타낸다. 표 으

로 업  제조업에서의 산업별 내수출하지수나 수출출하지수, 소비재

<표 2-1> 노동시장 련 통계

변수명 추출 상 제공 기간 출처

성별 

경제활동인구 

총

경제활동인구, 경제활동참가율, 

실업률, 고용률

2001. 1～

2020. 10

통계청,「경제

활동인구조사」

연령별 

경제활동인구 

총

교육정도별 

경제활동인구 

총

자료:통계청,「경제활동인구조사」.
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나 자본재, 그리고 간재별 제조업 생산지수, 월별 철강 생산량 등이 이

러한 변수들의 표 인 이다. 한 임   물가 련 통계는 생산과 

소비에 한 물가 정보를 제공함으로써 간 으로 거시경제 환경  생

산 시장 상황을 알려 과 동시에, 물가 변동에 따른 노동 공 자들의 노

동시장 참여 의사의 변화를 간 으로 모형에서 반 해  것이다. 결제

시스템에서의 결제 건수와 액수 등에 한 통계는 거래가 얼마나 많이 일

어나고 있으며 외 으로는 얼마나 많은 거래가 발생했는지를 보여주는 

통계로, 만일 거래가 활발하다면 경제 활동이 많아짐에 따라 경제활동참

가율이나 고용률은 올라가고 실업률은 낮아질 가능성이 높다. 반 로 국

내 거래량도 어지고 수출도 감소한다면 경제활동참가율이 낮아지고 고

용률이 떨어지며, 실업률은 높아질 것이라 측할 수 있다. 에 지 련 

통계는 국내 산업 생산  경제활성화의 정도를 반 한다. 에 지 련 

생산  소비 지표는 계 성을 띠는 계로 계 성에 따라 노동 지표의 

변화를 측할 때 단순히 계 조정을 하는 것과 비교하여 보다 측력을 

높이고, 에 지 사용량의 변화를 통해 국내 경제활동의 정도를 간 으

로 측정할 수 있다.

그러나 모든 정형 데이터가 실물 경제만을 반 하는 역할을 하는 것은 

아니며, 일부 자료는 사람들의 경기 상황에 한 인식이나 망을 포함하

고 있다. 이러한 변수들의 로 경기종합지수, 경제심리지수, 그리고 기업

경기조사 국 망을 들 수 있다. 경제  경기 련 변수들은 기업이 

재의 경기 상황을 어떻게 바라보고 있으며 앞으로 경기가 어떠할 것으로 

상하는지를 담고 있으므로 기업의 고용  해고와 일정한 상 계가 

있을 수 있다. 즉, 경제나 경기의 상황이 좋지 않으면 재의 고용 련 

지표가 좋지 않을 것이며, 망 지표가 좋다면 어도 단기에서는 노동시

장 지표들이 재보다 개선될 것이라 측할 수 있다.

기업경기조사 국실 은 산업별로 업황, 매출, 채산성, 자 사정, 인력

사정에서의 실 을 제공한다. 기업경기조사 상의 산업 유형은 산업, 제

조업, 비제조업 세 가지이다. 기업경기조사 국 망은 동일한 산업과 항

목에 해서 망치를 물어본 것인데, 망 지수에 해서는 자료 특성상 

데이터를 한 개월 앞으로 매칭하 다. 기업경기조사 실 과 망은 동일
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한 기간에 동일한 항목을 물어보았으나, 실 은 당월 실 이며 망은 익

월에 한 값이므로 두 통계는 실 이 망보다 1개월 앞선다. 즉, 2010년 

7월에 조사한 값에 해서는 실  조사는 7월 값으로 간주되나 망 조사

는 8월 값으로 간주된다. 망 지수는 조사 시  기  익월에 한 망

이지만, 망 자체가 해당 월의 제반 상황을 고려하여 이루어진 것이므

로 실제로는 해당 월의 여러 특성을 변한다고 볼 수 있다. 따라서 익월

에 한 망치로 제시된 통계를 당월로 1개월 당겨서 변수값으로 사용

하 다.

경제성장률 등을 포함한 성장 련 거시경제 지표와 일부 분기  연

단  지표는 분석에서 사용하지 않았다. 재 측하고자 하는 변수들은 

모두 월단  변수인 데 반해 분기 단  자료를 사용하는 경우에는, 분기 

단  자료의 업데이트 주기가 느려 불가피하게 아직 발표되지 않은 2020

년 3/4분기나 하반기, 혹은 2020년 연단  지표를 사용할 수 없다. 이 경

우 측을 해 가장 요한 최근의 측치들이 결측치(missing value)로 

표시된다.

물론 기계학습에서는 결측치를 처리할 수 있는 몇 가지 방법이 있다. 

하지만 학습을 해 사용되는 과거 값이 결측치인 경우에는 측력에 큰 

향을 미치지 않을 수 있으나, 최근의 통계치가 결측된 경우에는 최근 

값에 가 치를 크게 부여하는 기계학습의 특성상 측에 큰 향을 주기 

때문에 결측치가 없는 월별 데이터만 사용하고 연도별, 반기별  분기별 

자료는 사용하지 않았다.

측하는 종속변수  주요 변수값들이 월별 통계량인 반면, 일부 변수

들이 일별 통계이기 때문에 분석 과정에서 시스템을 통해 이들을 매칭할 

필요가 있다. 이때는 크게 두 가지 방법이 있다. 하나는 월별 데이터를 일

별 데이터에 연계하여 월별 값들이 해당 월에는 매일 할당되는 것으로 하

여 일별 자료에 월별 자료를 매칭시키는 것이 하나이다. 다른 방법은 일

별 데이터를 월별로 압축한 후 월별 자료와 매칭하는 것이다. 여기서는 

측 변수가 월 단  변수이므로 일별 자료의 경우에는 월 단 로 변환한 

후 이를 다른 월별 자료와 함께 활용하여 측토록 하 다. 보다 상세한 

방법은 다음 소 에서 비정형 데이터를 어떻게 처리했는지 설명하면서 
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소개할 것이다.

2. 비정형 데이터

본 연구에서는 정형 데이터들뿐만 아니라 비정형 데이터도 분석에서 

활용하려 한다. 분석에서 사용하는 비정형 데이터는 2001년 1월 1일 이후 

생산된 모든 신문 기사 제목이다. 정형 데이터는 실물 경제의 변화와 아

울러 제한 으로 경제 주체들이 경기 망을 어떻게 하고 있는지와 재 

경제에서 심사가 무엇인지를 간 으로 혹은 단기 으로는 보여주지

만, 이에 한 직 인 자료는 제공하지 않는다. 신문 기사는 일반 경제

주체들의 여론 동향  심사항에 해서 보다 직 인 정보를 제공할 

것이다.

실제 분석에서 사용한 비정형 데이터는 2001년 1월 1일부터 2020년 10

월 31일까지 238개월에 걸친 신문 기사의 제목을 수집한 것이다. 신문 기

사 제목의 체 분량은 총 48,353,727건이며, 이들의 연도별 분포는 [그림 

2-1]과 같다. 오래된 신문 기사의 경우 기사의 삭제  수정으로 인하여 

잔존한 수를 수집하 음에도 2010년 와 비교하여 음을 알 수 있다. 

이러한 경향은 특히 2008년 이 에 더욱 뚜렷한 것을 확인할 수 있다.

[그림 2-1] 연도별 수집 기사 수

자료: 자 작성.
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앞서 설명하 듯이 비정형 데이터는 컴퓨터에 의해서 인식되고 분석되

기 해서 처리 과정을 거쳐야 한다. 처리 과정이 으면 을수록 

본래의 원자료에 가까운 데이터가 활용되지만 입력되는 자료의 품질이 

떨어져 분석의 정확성이 해될 수 있다. 하지만 임의의 많은 처리는 

데이터가 담고 있는 정보량 자체를 일 수 있을 뿐만 아니라 본 연구의 

목 인 기계학습에 의한 시스템의 비정형 데이터 분석이라는 본래의 목

을 해할 가능성이 있으므로, 연구자의 자의  개입을 이기 해 최

소한의 처리만을 수행하 다.

처리 과정에서 가장 먼  수행한 것은 자료 재분류  선별이었다. 

데이터 검토 과정에서 스포츠나 연  신문사의 경우에는 데이터의 분석

과 무 한 사진 자료나 개인 소사(부고/인사/혼례)와 같은 자료들이 많

이 섞여 있었다. 사진의 경우 딥러닝에 의해 학습 후 처리할 수 있으나, 

본 연구에서는 한국어 텍스트 처리에 을 맞추었기 때문에 사진 등에 

해서는 별도의 딥러닝을 하지 않을 정이다. 따라서 이러한 기사들을 

제외시키기 해서 스포츠  연 지와 지방 신문사를 제거하 다.

신문사를 기 에 의해서 제거한 후에도 앙 일간지에서 여 히 사진 

자료가 포함된 신문 기사 제목이 발견되어 문서화된 제목을 제외한 나머

지 자료는 필터 처리하여 제외하 다. 이후 보다 고용량의 컴퓨  자원

을 사용할 수 있게 된다면 이들 사진 자료까지 처리하는 것도 가능할 것

이다.

사진 자료를 삭제한 후 남은 신문 기사 제목에 해서 한 , 한자, 

어, 숫자  단 를 표시하는 문자(% 등)를 제외한 문장 기호  부호는 

분석과 무 하므로 제외하 다. 문장이나 문단 단 로 비정형 데이터를 

분석하는 경우에는 최소 분석 단 의 식별을 해서 문장 기호를 삭제해

서는 안 된다. 하지만 본 연구에서는 신문 기사의 제목만을 별도 수집하

여 제목마다 식별 가능한 형태로 가공하 기에 문장 기호는 필요치 않았

다. 신 자연어 처리를 한 최소 처리 단 인 형태소(token)는 식별할 

필요가 있다. 를 들어, ‘경제 안 좋다는데 이상하네 2100 뚫은 코스피 3

가지 이유’와 같은 문장은 [‘경제’, ‘안’, ‘좋다는데’, ‘이상하네’, ‘2100’, ‘뚫

은’, ‘코스피’, ‘3’, ‘가지’, ‘이유’]의 10개의 형태소로 분할된다. 일반 인 텍
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스트 분석에서는 형태소를 분석하기 이 에 보다 큰 단 인 문장 분석을 

수행한다. 하지만 본 연구에서는 문장 단 의 구분이 필요치 않으므로 이

를 생략하고 바로 형태소 분석을 실시하 다. 형태소 구분은 Konlpy 패

키지 안에 포함되어 있는 유호  박사에 의해서 개발된 오  소스(open 

source) 형태소구분기인 Okt Class를 사용하 다.

짧은 신문 기사 제목의 경우 다수가 의미 있는 내용을 담고 있지 못하

는 경우가 많았다. 이 경우 이들을 포함시키는 것은 노이즈(noise)로 잡  

모형의 정확성을 떨어뜨리는 경우가 많다. 따라서 상술한 과정을 거친 후

에 형태소의 길이가 세 개 미만인 신문 기사 제목은 모두 삭제하 다.

한편 신문 기사 제목을 사용할 때 포함된 항목은 일자로 표시된 신문 

기사의 발행 시기와 신문 기사 제목, 그리고 발간 신문사이다. 발간 신문

사는 신문사별 논조  신문사에 따른 심 사안과 집 도의 차이를 식별

해서 비정형 데이터의 분석 정확성을 높이기 해 수집하 다. 반면 정치, 

경제, 사회, 문화 등 신문 기사의 분류는 포함시키지 않았다. 이는 신문 

발행사마다 분류 체계가 다르며, 몇몇 기사의 경우 한 개 이상의 분류를 

가진 것들도 있었다. 이 경우 해당 기사를 단일 분류로 만든다면 임의성

이 개입되며, 2개 이상의 분류를 허용할 경우, 해당 신문 기사가 복으로 

분석에 포함될 수 있다. 따라서 두 가지 가능성을 배제하기 하여 신문 

기사의 분류 항목은 분석에서 배제하고 단일 기사 각각이 1개만 반 되

도록 했다.

제3  측 모형 설계

1. 로그램의 구성

본 연구에서 측하려는 노동시장 변수는 월별 경제활동참가율, 월별 

고용률, 월별 실업률 세 개이다. 이들을 측하기 해서 사용할 모형은 

세 가지이다. 하나는 노동시장 변수들만을 가지고 학습한 후 이를 바탕으
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로 최근 5개월간의 노동시장 변수를 측하는 모형이다. 둘째는 노동시장 

변수를 포함한 모든 정형 데이터를 이용하여 학습한 후 노동시장 변수를 

측하는 모형이며, 마지막은 모든 정형 데이터에 비정형 데이터까지 포

함하여 노동시장 변수를 측하는 모형이다.

노동시장 변수를 측하기 한 모형은 이썬(python)에 설계하여 구

동하 다. 시스템은 총 4개의 이썬 로그램과 변수 설정을 한 일 

1개로 구성되어 있다.

첫 번째 로그램은 데이터를 읽기 한 로그램이다. 모든 정형 자료

는 엑셀 일로 구축하 는데, 엑셀 일로 구성된 원시 데이터(raw data)

를 일로부터 읽어내 데이터 처리 과정을 거치고 인덱싱을 한 후, 처

리된 데이터를 심층학습 임워크에서 텐서 로우(tensor flow) 로세

싱의 기본 구성 단 인 텐서로 변환시키는 역할을 한다.

두 번째 로그램은 심층학습 모형을 구축하는 과정을 수행하는 로

그램이다. 심층학습은 여러 개의 층(layer)으로 이루어져 있는데, 각각의 

층에 한 정의와 층을 통해 처리되는 텐서들의 형태  텐서를 처리하는 

유닛(unit)을 지정하는 역할을 수행한다.

세 번째 로그램은 처리된 자료들을 모형을 통해서 학습하는 학습 

로그램이다. 학습 로그램은 개별 학습 과정(epoch)이 종료될 때마다 

모형을 통해 얻은 값과 실제 값과의 차이를 사 에 정의한 손실함수를 이

용해서 계산한다. 이 학습 과정은 주어진 자료를 가지고 측하고자 하는 

변수들을 잘 설명하거나 측하기 해 모형을 개선하는 과정이다. 여기

서 측과 설명이 혼재되어 있는 이유는 학습 로그램은 학습 결과가 얻

어지면 학습 결과를 실제 종속변수의 값과 조한다. 그래서 차이가 작은 

모형을 계속해서 찾아나가는 과정인데, 이 과정은 학습 데이터용으로 주

어진 측 변수들의 과거치를 가지고 모형을 개선하는 과정이기 때문에, 

정확하게는 주어진 종속변수들을 설명하는 모형을 찾아가는 과정이다. 

그러나 모형을 설계한 후 설계한 모형을 토 로 종속변수의 값을 과정마

다 측하고 측치와 실제치를 비교해 가며 개선해 나가는 것이다. 따라

서 학습 데이터를 부여한 사람의 에서는 모형은 설명을 해나가는 것

이지만, 로그램은 매 과정마다 학습 데이터를 통해 측을 수행하고 
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있다.

미리 설정한 손실함수는 로그램의 측치와 실제값을 비교해 가면

서 미리 설계된 훈련 알고리즘(optimizer)에 의해 모형 내 각 층에 존재

하는 계수값들을 업데이트하도록 한다. 이러한  과정을 back- 

propagation이라고 하는데, 학습에 의해 얻어진 결과를 바탕으로 모형을 

개선할 을 바로 직  층으로 달한 후, 학습 자료로 돌려서 과정을 반

복하기 때문에 back-propagation이라고 한다. 이 과정은 모형에서 반복 

수행을 통한 모형의 성과 개선이 더 이상 없다고 단될 때까지 계속된다.

마지막 로그램은 모형에 사용될 변수를 읽고 실제로 훈련을 시키는 

메인 로그램이다. 이 게 네 개의 로그램에 의해 모형이 구성되며, 

모형에 사용될 자료들의 경로  변수들을 설정하는 읽기 용 일로 

parameters.ini 일을 설정하 다.

이 게 설정된 모형은 2001년 1월 1일부터 2020년 6월 30일까지의 자

료를 가지고 학습한 후, 학습된 모형을 가지고 2020년 7월부터 11월까지 

노동시장 변수들의 값을 측하 다. 따라서 학습을 해 체 238개의 데

이터를 사용하 다. 일반 으로 기계학습에서는 과 합을 방지하기 해 

요구되는 학습  훈련 데이터의 크기를 약 20만 개 정도, 혹은 최소한의 

경우에도 약 10만 개 정도로 본다. 하지만 경제 통계는 통계의 특성상 월

간 자료가 1년에 12개밖에 생산되지 않으므로 훈련을 해 사용할 수 있

는 자료의 크기가 제한 이라는 문제 이 있다. 이러한 을 감안하고 다

음 장에서 모형별로 측치를 살펴보고 측력을 비교해 보도록 하겠다.

2. 학습 방법 설계

본 연구에서는 손실함수의 값이 최소화가 될 때까지 학습을 반복하도

록 하 다. 그러나 이 경우에는 두 가지 문제가 발생할 수 있다. 첫째는 

학습 데이터에 맞는 모형을 찾기 해서 과 합된 모형이 최 화된 모형

으로 제시될 가능성이다.  다른 문제는 모형이 손실함수의 값을 한없이 

이기 해서 계속해서 학습을 반복하여 학습에 많은 시간이 소요될 수 

있다. 따라서 학습의 효율성을 제고하기 해 일반 으로 모형이 학습할 
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때 drop-out rate과 조기 종료(early stopping)를 설정한다. drop-out rate

은 주어진 학습 자료를 이용하여 모형을 탐색한 후 체 설명변수 에서 

미리 설정된 비율만큼을 임의로 선택하여 삭제한 후 남은 설명변수만을 

가지고 모형의 유효성을 검증하는 것이다. 매 회차마다 삭제하는 변수가 

달라지며, 이 과정을 최소 일정 횟수 이상만큼 반복하기 때문에 학습 횟

수만 충분하다면 모형이 편의(biased)될 가능성은 다.

drop-out rate을 높이면 유효성을 검증하는 데 있어 사용하는 변수들이 

어들기 때문에 주어진 학습 함수를 가지고 보다 일반 인 모형(gener 

alization)을 찾으며, 학습 시간도 어든다. 하지만 모형의 설명력이나 

합도는 낮아지게 된다. 반 로 drop-out rate을 낮추면 모형의 설명력이

나 합도는 높아지는 신 학습 시간이 더 길어지며 과 합이 나타날 가

능성이 더 높아진다. 이를 쉽게 도식화한 것이 [그림 2-2]에 표시되어 있다. 

[그림 2-2]에서 으로 힌 것은 실제값이다. 가장 일반화된 모형은 

제시된 들을 바탕으로 합선(fitted line)을 그린 일직선이다. 그러나 

합선에서 제시하는 측치는 실제값과 일치하는 경우가 다는 문제가 

발생한다. 신 여러 설명변수를 고려하지 않아도 실제값을 가장 직

이면서도 단순하게 표시한다는 장 이 있다. 이 합선은 단순하게 x축

의 값과 y축의 값 두 가지만을 사용하여 가장 일반 인 모형을 구축한 경

우이다.

[그림 2-2] 모형의 일반화와 과 합

자료: 자 작성.
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반면 란 실선은 실제 들을 모두 통과하는 실선이다. 이 경우 개별 

측치를 실제로 설명하는 설명력은 높지만, 첫 두 개 값을 연결하는 과

정에서 한 번의 가 찰되며, 두 번째 값에서 세 번째 값으로 갈 때 

최하 을 거친 후 상승하는 형태로 측한다. 이는 과도하게 모든 실제값

을 설명하기 해 주어진 자료들을 가지고 합도를 높이려고 한 결과 나

타나는 상이다. 따라서 란 실선은 모든 설명변수를 사용하여 과 합

된 모형이 실제값을 어떻게 측하는지를 보여주는 실례(實例)라 할 수 

있다.

모형을 통해 다음 값을 측할 때 과 합된 모형이 반드시 정확한 값

을 보여주는 것은 아니다. 제시된 [그림 2-2]에서도 다음 값을 측할 때 

가장 일반화된 모형인 합선은 최근 값에서 증가한 어떤 값을 제시할 가

능성이 높지만, 과 합된 란 실선은 추세의 우측을 고려할 때 최근 값

에서 하락한 어떠한 값을 제시할 가능성이 있다. 따라서 기계학습 모형을 

설계할 때는 모형의 합도를 높이면서도 과 합을 방지하기 해 동시

에 일반성을 높여야 한다. 따라서 drop-out rate은 일반 인 기계학습 모

형의 설정을 따라 30%로 하 다. 즉, 모형을 통해 측을 한 번 수행한 

후 앞서 언 했던 back-propagation을 하는데, 이 게 해서 업데이트된 

모형은 체 설명변수 에서 임의로 30%가 제거된 남은 70%의 독립변

수만으로 다시 모형의 합성을 검증한다.

조기 종료란 학습을 통한 모형 탐색을 언제 지할지를 설정하는 기

이다. 기계학습은 측 모형 혹은 분석 모형을 훈련 데이터에 반복

(iteration)으로 노출시킴으로써 이루어진다. 학습을 반복 으로 수행하면 

어느 수 까지는 모형의 일반 인 측력을 증가시키는 방향으로 최 화

가 이루어지지만, 지나치게 오래 반복하면 훈련 데이터에만 최 화되는 

과 합의 문제가 발생한다. 따라서 언제 학습을 종료할 것인가, 혹은 어

떠한 모형을 최 화된 모형으로 결정하는가에 한 문제가 제기되는데, 

훈련 종료 시  악을 해 모형의 개선이 완료된 후 테스트 데이터를 

사용하여 해당 훈련 모델이 얼마나 일반성을 유지하면서 좋은 측력을 

가지고 있는지를 매번 반복하여 검한다. 검 결과, n번 이상 연속 으

로 테스트 데이터에서 측력이 증가하지 않을 경우 훈련을 종료하는데 
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이를 조기 종료라고 한다. 

모형 설계에서 실제로 조기 종료가 어떻게 기능하는지는 다음과 같다. 

모형을 개선한 후 drop-out rate에 의거해 삭제된 독립변수를 제외한 

70%의 독립변수를 가지고 모형을 통해 측을 한 후, 만일 개선한 모형

의 설명력이 이  모형에 비해 떨어진다면 stopping point로 1을 부여한

다. 이 게 해서 미리 설정해 둔 stopping point에 도달하면 로그램 학

습을 멈추고 해당 시 에서 최 의 모형을 결정한다. 만일 조기 종료를 5

로 설정했다면, 모형을 개선하면서 이  모형과 새로운 모형을 비교하여 

이  모형이 더 나은 경우 이  모형을 새로운 모형으로 체하지 않고 

가지고 가되 stopping point 1을 립하며, 새로운 모형에서 측력이나 

설명력이 떨어진 데 해서 back-propagation을 통해 모형을 개선하고 

새로운 모형으로 업데이트한다. 만일 다음 모형도 기존 모형보다 설명력

이나 측력이 좋지 않다면 모형은 개선하되 기존 모형은 추가 으로 

stopping point를 립하여 2가 된다. 이러한 식으로 미리 설정된 조기 종

료 지 에 도달하면 해당 모형을 최  모형으로 내놓는다. 하지만 간에 

새롭게 업데이트한 모형이 기존 모형에 비해서 더 나은 결과를 보여  경

우에는 최  모형을 교체하며, 새로운 모형은 stopping point 0에서 시작

해서 다시 미리 정해진 조기 종료에 도달할 때까지 새로운 모형과 비교

된다.

조기 종료의 횟수가 높아지면 높아질수록 설명력은 높아지는 반면 학

습 시간이 길어지고 과 합될 가능성도 올라간다. 반면 조기 종료를 해 

설정한 횟수가 짧아지면 모형의 일반성은 올라가나 합도가 낮아진다. 

신 학습 시간이 크게 어드는 장 이 있다.

이러한 설정하에서 월단 로 정리된 데이터를 이용하여 모형은 학습을 

한 후 노동시장 지표를 측한다. 하지만 측된 노동 지표의 값들은 실

제값과 차이가 있을 수밖에 없다. 기계학습에서는 손실함수를 사용하여 

측값과 실제값의 차이를 계산하고 이 차이를 가지고 기계학습 모델의 

매개변수들을 반복 으로 업데이트하여 측값과 실제값이 근사해지도

록 모형을 개선한다. 

본 연구에서는 측하고자 하는 변수들은 연속성이 있는 값들이므로, 
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손실함수로는 일반 으로 사용되는 평균 제곱 오차(mean squared error)

를 사용하 다. 평균 제곱 오차를 활용하여 측값과 실제값이 근사해지

도록 모형을 계속해서 업데이트하는데, 이러한 업데이트 과정에도 여러 

알고리즘이 쓰인다. 최근 심층학습 연구에서 가장 리 쓰이는 알고리즘

은 Adam(Adaptive Moment Estimation) optimizer와 SGD(Stochastic 

Gradient Descent)이다. Adam은 SGD에 비해서 성능이 크게 떨어지지는 

않으면서도 훈련  학습에 소요되는 시간을 약해 주는 특징이 있다. 

연구에서 비정형 데이터를 사용하기 때문에 소요되는 긴 학습 시간을 고

려하여 여기서는 Adam을 사용하 다.

손실 함수  조기 종료가 정의되었다면 마지막으로 로그램에서 학

습률(learning rate)을 정의해야 한다. 학습률이란 각 학습 사례들을 통해 

모형을 얼마나 개선시킬 것인지 설정해 주는 것이다. 즉, 어떠한 모형을 

학습한 후 인공신경망이 해당 모형의 개선 을 발견하 을 때, 얼마나 빨

리 혹은 많이 이러한 개선 을 모형에 반 할 것인지를 결정하는 변수로, 

기계학습에서 정한 학습률을 설정하는 것은 매우 요하다.

만일 학습률이 정 수치보다 낮게 정의된 경우 학습에 소요되는 시간

이 과도하게 길어지는데, 이것이 [그림 2-3]의 좌측에 묘사되어 있다. 한

편 학습률이 높게 정의될 경우 모형은 최 화에 실패하는 경우가 발생할 

수 있는데, [그림 2-3]의 우측 그림이 이러한 경우를 보여주고 있다. 학습

률이 높기 때문에 학습 데이터나 테스트 데이터에 따라서 모형이 과도하

게 많이 변화하며, 그로 인해 다수의 모형이 stopping point를 립하지 

못하고 새로운 모형에 의해 체되어 모형의 개선만 이루어질 뿐 최 화

된 값에 도달하지 못한다. [그림 2-3]의 우측에서는 지속 으로 모형이 

개선되면서 최 인 에 도달해 가는 것처럼 보이지만, 학습률이 과도

하게 높게 설정된 경우에는 아래에서 출발하여 쪽 방향으로 움직이는 

반 의 방향으로 모형 개선이 이루어져서 학습이 진행되면서  근처에

서 시작했던 모형이 차 에서 멀어지는 방향으로 개선이 이루어질 수

도 있으며, 한 를 향하지 않고 개선 방향이 양측을 반복하여 시소처

럼 이동하기만 하면서  개선이 이루어지지 않는 경우도 있다. 
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[그림 2-3] 학습률에 따른 최 화 양상

자료: 자 작성.

모형의 설계에 해서 요약하면, 본 연구에서는 drop-out rate은 표

으로 사용되는 0.3으로 설정하여 새롭게 모형을 개선한 후 주어진 설명 

변수들  30%를 임의로 삭제하고 나머지 70%만을 가지고 모형을 검증

토록 하 다. 한 조기 종료는 10회로 설정하 으며, Adam의 기 학습

률을 0.001로 정의하 다. 하지만 이 학습률은 실제 학습을 수행하면서 

조정되어야 한다.

이러한 기계학습을 통해 시스템은 노동시장의 주요 변수들의 익월 값

들을 측한다. 를 들어, 2020년 7월까지의 각종 정형  비정형 데이터

를 활용하여 2020년 8월의 노동시장 지표들을 측하며, 8월까지의 각종 

데이터를 활용해서 9월의 값들을 측하도록 하는 것이다. 이를 통해 정

형 데이터에서 이용 가능한 최신의 5개월에 해서 시스템이 측토록 

하 는데, 이때 우리가 실제로 알고 있는 노동시장 지표 망치는 테스트 

데이터로 주어져서 모형이 얼마나 잘 측하고 있으며 성능은 어떠한지

를 시스템 스스로가 검증하는 데 사용하도록 설정했다.

3. 비정형 데이터의 처리

기계학습에서 비정형 데이터를 처리하는 방법은 크게 네 단계로 구성

된다. 앞서 비정형 데이터를 어떻게 형태소로 구분하 으며 처리가 어

떠한 방식으로 진행되는지 설명하 다. 이 게 구분된 형태소로 구성된 
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비정형 데이터, 즉 신문 기사 제목은 기계가 처리할 수 있는 수치화된 데

이터로 작성된 자료가 아니므로 각각의 형태소마다 고유한 번호를 부여

하는 과정을 먼  거치게 된다. 이를 형태소 인덱싱(token indexing)이라

고 부른다. 앞서 언 한 시인 [‘경제’, ‘안’, ‘좋다는데’, ‘이상하네’, ‘2100’, 

‘뚫은’, ‘코스피’, ‘3’, ‘가지’, ‘이유’]의 10개의 형태소로 분할된 신문 기사 

제목의 경우, 각각의 10가지가 모두 고유한 번호를 부여받는다. 다만, 다

른 신문 기사 제목에 ‘경제’가 등장하는 경우에는 ‘경제’에 해당하는 형태

소가 모두 같은 고유 번호를 공유한다.

이 게 형태소에 고유의 인덱스를 부여하면, 이러한 인덱스를 가지고 

신문 기사 제목을 숫자들의 나열로 변환할 수 있다. 이 게 수치 혹은 숫

자로 변환함으로써 비정형 데이터는 로그램이 분석 가능한 정형 데이

터로 바 게 된다. 이러한 숫자 변환 과정 이후 신문 기사 제목은 다음과 

같은 형태의 4차원의 나열(4-dimension array)로 표시할 수 있다.

[[[[형태소] 기사별 타이틀]일별 체 타이틀]월별 체 타이틀]

여기서 형태소를 바탕으로 기사의 타이틀이 구성되며, 숫자로 구성된 

기사의 타이틀을 바탕으로 해당 일의 체 신문 기사 제목을 모아 일련의 

숫자로 구성된 번호로 압축하게 된다. 앞서 언 하 듯이 우리가 측하

고자 하는 변수는 월별 자료이므로, 이 게 구성된 일별 자료들을 모두 

모아서 시스템은 이를 다시 월별 타이틀로 변환한다. 즉, 개별 신문 기사 

제목을 모두 모아서 월별로 하나의 번호를 부여하며, 여기에는 개개의 신

문 기사 제목의 성향과 논조, 주제 등이 모두 일련의 번호로 변경되어 담

겨 있다.

그런데 이 게 월별 타이틀로 변환된 형태소의 길이는 모두 각각 다르

다. 그 길이가 다른 이유는 세 가지 이유 때문인데, 하나는 기사마다 제목

의 길이가 달라서 기사 제목에 따른 형태소 인덱싱의 길이가 다르다. 

한 각 일자별로 신문 기사의 숫자가 다르기 때문에 이로 인해서 일별로 

타이틀화된 신문 기사들에 한 정보가 다르게 된다. 마지막으로 각 월별

로 일자의 숫자가 다르기 때문에 월별 체 타이틀의 길이가 다르다. 

를 들어, 2월은 28개 혹은 29개의 일별 정보만을 담고 있는 반면 4월이나 
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6월은 30개, 10월이나 12월은 31개의 일자를 가지고 있어, 설령 일별로 타

이틀 길이가 같다 하더라도 월별 타이틀의 길이는 달라지게 된다. 그러나 

심층학습 틀에서 타이틀을 처리하기 해서는 모든 타이틀의 길이를 동

일하게 만들어줘야 한다. 이 과정을 패딩(padding)이라고 한다.

패딩은 각 타이틀 단 별로 짧은 타이틀을 가장 긴 타이틀에 맞추어 

길이를 늘린다. 이때 인 으로 늘어나는 타이틀 길이에는 모두 0을 부

여하여 이들이 패딩에서 인 으로 늘려진 값이라는 것을 표시한다. 따

라서 패딩 작업이 완료된 후 4차원 나열의 모양은 다음과 같다.

[maximum length among title tensors * maximum number of daily items * 

31 * 238]

여기서 ‘maximum length among title tensors’는 가장 많은 형태소를 가진 

신문 기사의 형태소 숫자이며, ‘maximum number of daily items’는 가장 많

은 신문 기사 제목이 생성되었던 날의 신문 기사 제목 숫자이다. 31은 12개월 

 가장 일수가 많은 달의 일수를 표시한 것이며, 238은 2001년 01월부터 

2020년 10월까지의 개월 수를 지칭한다.

자연어 처리에서 기본 인 분석 단 는 형태소이다. 형태소는 식별 가능한 

단어인 경우도 있고 경우에 따라서는 단어의 일부분인 경우도 있다. 같은 형

태소라 하더라도 문맥에 따라서 그 의미가  상이할 수 있기 때문에 각 형태소

의 의미를 하나의 숫자인 인덱스로 표 할 경우 그 형태소가 가지는 의미를 

충분히 표 해 내기 힘들다. 따라서 각 형태소의 문맥상의 의미를 표 하기 

해 각 단어를 n차원의 벡터로 표 하게 되는데 이 과정을 형태소의 벡터화 

(vector representation)라고 하며 벡터화를 끝낸 형태소 단 의 결과값 벡터

를 워드 임베딩(word embeddings)이라고 한다. 워드임베딩을 도출하는 방법

으로 BERT, ELMo, Word2Vec, GloVE 등 다양한 모델들이 존재하는데, 어

떤 모델에서건 각각의 형태소는 고유한 벡터값을 가진다. 이러한 워드 임베딩

은 모델에 따라 50차원에서 1024차원에 이르는 값을 가진다.

이 게 해서 패딩이 완료된, 4차원 나열로 표시된 비정형 데이터는 심층학

습의 틀에서 처리하기 해서 데이터 처리의 기본 단 인 텐서(tensor)로 변

환한다.
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4차원 나열 값으로 변환된 텐서의 각 요소들에 100차원의 고유 벡터값이 

할당되면 텐서는 이제 5차원의 텐서가 되며 [maximum length among title 

tensors *maximum number of daily items * 31 * 238 * 100]의 모양으로 바

다.

벡터화된 형태소를 처리하는 딥러닝 유닛에는 여러 종류가 있는데, 크게는 

각 요소의 나열 순서가 의미를 가지느냐 그 지 않느냐에 따라 합한 유닛

이 달라진다. 다시 말해서 3, 4, 5, 6이라는 벡터값이 나열되는 순서에 따라 의

미가 다르냐, 혹은 순서와 무 하게 같은 의미를 가지느냐에 따라 사용해야 

하는 유닛이 달라지는데, ‘성장률 하락 실업률 증가’는 ‘성장률 증가 실업률 하

락’과 정반 의 의미를 가진다. 일반 으로 각 요소의 순서 역시 의미를 가지

며 그에 맞추어 해석하는 자연어의 특성상 입력값을 순차 으로 처리하는 순

환 신경망(Recurrent Neural Networks : RNN)이 자연어의 처리에 합하다

고 여겨진다. 순환 신경망에는 LSTM 는 GRU 등 메모리 기능을 가지고 있

어 재 처리되고 있는 입력값과 멀리 떨어진 입력값의 연 성을 발견해 낼 

수 있는 순환 신경망과 단순 순환 신경망(Vanilla RNN)이 있는데, 본 연구에

서는 메모리 기능이 있는 LSTM을 분석 유닛으로 사용하 다.

형태소를 통해서 LSTM으로 읽어낸 결과물은 건별 신문 기사 제목을 나타

내는 벡터값이 된다. 건별 기사 제목을 표 하는 벡터는 일별로 모여져서 완

 속망(fully connect networks)을 통과하게 되고 일별 기사 제목 체를 

변하는 벡터로 변환된다. 일별 신문 기사 제목은 다시 시간의 순서에 따라 

LSTM 유닛을 통과하게 되고, 이 LSTM을 통과한 결과물은 월별 기사 제목

을 표하는 벡터가 된다. 최종 완  속망에서는 이 월별 신문 기사 벡터를 

이용하여 월별 노동지표를 측하게 된다. 이러한 처리과정은 [그림 2-4]에 

시각화되어 있다.

앞서 정형 데이터에서 일부 리  주가 련 통계들은 일별로 제공된다

고 하 다. 이러한 일별 정형 데이터 역시 일별로 제공되는 신문 기사 제목과 

마찬가지로 순환 신경망을 거쳐서 월별 벡터로 변환한 후 측 모형에 삽입

한다.
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[그림 2-4] 심층학습 시스템 개요도

자료: 자 작성.

제4  소 결

본 장에서는 연구에 사용할 기계학습  심층학습의 원리와 다양한 방

법론을 살펴보았다. 심층학습이 범용화되어 자연어 처리가 가능해진 것

은 이후 많은 학문에서 연구 분야를 확장하는 데 큰 기여를 할 것이다. 기
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존에는 컴퓨터가 바로 인식하지 못했기 때문에 사용이 힘들었거나 혹은 

많은 시간과 노력을 들여야만 분석할 수 있었던 역이 충분한 컴퓨  자

원만 있으면 처리 가능하게 되었기 때문이다. 한 그간 수치화된 통계만

을 사용하다보니 분석 가능한 자료의 범 가 제한되었으나, 자연어 처리 

기법은 이러한 제약을 획기 으로 완화시켜 주었다.

본 연구에서는 비정형 데이터를 이용하여 노동시장의 주요 변수들인 

경제활동참가율, 고용률, 실업률을 측해 보고자 한다. 측을 해서 사

용하는 자료는 크게 세 가지로 나  수 있는데, 첫째는 노동시장 련 변

수들로, 이들을 이용한 분석을 통해 노동시장에 강한 내생성이 존재하는

지 여부를 알아볼 것이다. 그리고 두 번째 모형은 노동시장 통계 이외의 

모든 근 가능한 일별  월별 자료들을 사용할 것인데, 여기에는 비단 

실물 경제의 각 분야에 한 통계치들뿐만 아니라 각종 사회경제  지표

들, 경제 주체들의 기 를 반 한 망 지수들과 각종 인구 통계 등을 망

라한다.

마지막 모형에서는 비정형 데이터를 사용하 는데, 분석에서 사용한 

비정형 데이터는 지난 20여 년간의 앙 일간지  주간지 신문 기사 제

목 체이다. 자연어는 분석을 해서 여러 처리 과정을 요하는데 이러

한 처리 과정에서 최 한 연구자의 임의성과 주 을 배제하기 해 최

소한의 개입만 수행했다.

이 게 처리를 거친 비정형 자료는 형태소 단 로 수치 변환한 후, 

다시 최종 으로 5차원 배열의 텐서로 변환된다. 이때 단어의 나열 순서

나 기사의 순서가 경기 변동의 흐름을 설명하는 의미를 가지기 때문에 순

차 인 배열로부터 의미를 읽어내는 순환 신경망 방법을 통해 비정형 자

료와 일별 통계 자료는 월 단  수치 벡터로 환된다. 이 게 일별 자료

들을 월 단 로 변환하면 모든 자료들이 측하고자 하는 노동시장 지표

와 마찬가지로 월 단  자료가 되며, 이를 가지고 모형은 경제활동참가율, 

실업률, 고용률을 측한다. 이때 측값과 실제값은 차이가 있는데, 모형

에 한 평가는 두 값의 차이를 이용하여 평균 제곱 오차를 계산한 후, 이

러한 평균 제곱 오차를 최소화하도록 모형을 개선하게 설계하 다.

기계학습을 통해 설계된 모형의 성과를 측정하는 지표는 크게 일반성
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과 합도가 있는데, 일반성은 모형이 개개의 변수에 크게 향을 받지 

않고 얼마나 추세 으로 실제값을 정확하게 측하는가 하는 지표이며, 

합도는 주어진 모든 설명변수를 통해 실제값을 최 한 정확하게 설명

하도록 모형을 설계하는 지표이다. 합도와 일반성 간에는 상충 계가 

존재하는데, 이 두 지표를 잘 충족시키는 최 의 모형을 찾기 해서 모

든 기계학습 모형에 해서 미리 설정된 drop-out rate에 기 하여 독립

변수  일부 값을 삭제하고 성과를 측정한다. 이를 통해, 개선되는 모형

들이 기존 모형보다 성과가 떨어져서 미리 설정한 stopping point가 충족

되면 기계학습은 최 화된 모형을 결정한 후, 해당 모형에 기 하여 노동

시장 변수들을 측한다.
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제3장

기계학습 모형의 측 결과

제1  측 모형 I

1. 모형 설정  개요

첫 번째로 학습시켜 측값을 얻어볼 모형은 노동시장 변수만을 사용

한 모형이다. 모든 시장은-상품 시장과 서비스 시장을 포함하여-일정 

부분 내생성이 존재한다. 만일 노동시장에 강한 내생성이 존재하며, 노동

시장의 변동성 부분이 계  요인  노동시장 내에서 찰되는 장기 

 단기의 추이에 의해 결정되는 성격이 강하다면, 노동시장 지표에 한 

측은 과거 노동시장 변수들만 사용하는 것으로도 충분할 것이다.

한 한국의 노동시장이 경직 인 구조를 가지고 있다면, 외부 요인의 

변화에 의해 크게 향을 받지 않을 수 있다. 즉, 해고가 어려운 경우 호

경기에도 채용 인원을 쉽게 늘리려고 하지 않을 것이며, 불경기에는 기업

의 경  성과가 축됨에 따라 인원을 조정하여 인건비를 이는 선택을 

하지 못하고 계속해서 고용량을 유지해야 할 수 있다. 물론 비정규직의 

비율이 높은 우리나라 노동시장의 특성을 고려하면 이들까지 고려한 노

동시장 통계에서 노동시장의 경직성이 얼마나 유효하게 작용할지는 알 

수 없다.
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앞서 정형 데이터에서 소개했듯이 노동시장에 한 통계로는 통계청에

서 제공하는 경제활동인구조사의 성별, 연령별, 교육정도별 경제활동인구 

자료를 활용하 다. 이를 통해 성별, 연령 별, 교육수 별로 경제활동참

가율이나 실업률, 고용률이 지난 20여 년간 어떻게 변화해 왔는지와 함께 

계 인 요인  최근의 추세 등을 고려하여 익월의 이들 변수 값들을 

측할 것이다.

이 데이터를 통해 노동시장에 참가하는 사람들이나 취업자  실업자들

의 성별 분포, 연령별 변화 추이, 그리고 지난 20여 년간의 평균 인 학력수

  개별 학력수 별 노동시장에서의 활동 지표들이 모두 포함되어 있

어 노동시장과 련된 여러 변수들의 단기, 기  장기 추세들과 경제

활동인구  취업자들의 요인별 분포 변화까지 반 할 수 있다. 이를 통

해 사회 체의 경제활동 가능인구의 특성과 추이를 추려내고, 계  요

인에 의한 변화를 포착한 후 이를 반 하여 노동시장 지표들을 측한다.

이 모형의 장 은 노동시장에 직 으로 연 된 변수들만을 포함하고 

있다는 것이다. 만일 노동시장이 경직 이거나 다른 재화  서비스 시장

과 많은 상 계를 가지지 않는다면 다른 변수들은 노이즈로 작용하여 

측을 방해할 수 있다. 본 모형에서는 노동시장 이외의 변수들을 고려함

으로써 다른 노이즈가 부분 제거되어 측의 정확성이 제고될 수 있다. 

하지만 노동시장이 융시장이나 일부 상품  서비스 시장의 생산이나 

재고 지수, 혹은 수출입 지표와 연 되어 있다면 모형에서 이들 변수를 

활용할 수 없기 때문에 측력이 떨어질 수 있다.

한 시장 외 인 요인에 의해 경제 반에 큰 변동성이 나타나거나 

혹은 경제  요인 이외의 충격, 를 들면 쟁이나 규모 인구 이동, 

염병 등이 발생한 경우, 노동시장 변수들에 이러한 요인들의 향이 반

되기에는 긴 시간이 소요되는 반면, 여타의 정형 데이터는 발생 직후 길

지 않은 시간 동안에 해당 사건이 미치는 향의 크기를 비교  정확하게 

반 하여 선제 으로 노동시장 변수의 변화를 측  할 수 있다. 신문 

기사로 구성된 비정형 데이터의 경우에는 이러한 경제 외 인 충격을 거

의 실시간으로 반 하여 이를 측 모형에 반 할 수 있다. 하지만 노동

시장 지표만을 사용하는 모형에서는 이러한 충격이 노동시장에 반 된 
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이후에야 비로소 그 효과의 방향과 크기를 알고 뒤늦게 반응하게 된다는 

약 이 있다.

측은 측 모형을 설계하도록 학습시킨 후, 2020년 6월까지의 자료를 

가지고 7월을 측하고, 7월까지의 자료를 활용하여 8월을, 8월까지의 자

료로 9월 노동시장 지표를, 9월까지의 통계를 이용하여 10월을 측하고, 

10월까지의 지표를 이용해서 11월 지표까지, 5개월을 측한 후 실제값과

의 차이를 비교토록 하 다.

2. 측 결과

노동시장의 변수만을 활용하여 익월의 노동시장 변수를 측  한 모

형의 측 결과는 <표 3-1>에 제시되어 있다. 세 가지 변수 에서는 경

제활동참가율에 한 측력이 가장 좋으며, 고용률에 한 측력이 그 

다음이고, 실업률에 한 측력이 가장 떨어지는 것으로 나타났다.

실업률의 경우 특히 2020년 7월에서 2020년 8월로 갈 때 0.9%p가 떨어

져서 크게 하락했다가 2020년 9월에 3.6%로 반등하 는데, 측 모형에

서는 이를 정확하게 측하지 못하고 2020년 8월에는 도리어 7월보다 실

업률이 높아지는 것으로 측했다. 그러다가 9월 지표부터 실업률이 격

<표 3-1> 측 모형 I의 측 결과

 

 

실제값 측치

경제활동

참가율 
 실업률 고용률 

경제활동

참가율 
 실업률 고용률 

2020년 7월 63.1 4.0 60.5 63.3 4.0 60.5

2020년 8월 62.4 3.1 60.4 62.8 4.2 60.1

2020년 9월 62.5 3.6 60.3 62.2 3.3 60.1

2020년 10월 62.7 3.7 60.4 62.7 3.4 60.6

2020년 11월 62.8 3.4 60.7 62.3 3.8 59.9

평균 제곱 

오차 
   0.09976 0.29212 0.14773

자료: 자가 설계한 모형의 결과.
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히 낮아지는 값을 측하 으나, 실제 9월에는 실업률이 크게 상승하 으

며 이후에는 비슷한 값을 보이는데, 측치는 직  수개월간의 큰 변동폭

이 11월까지 계속된다고 망한 것으로 보인다.

평균 제곱 오차로 측정하 을 때 경제활동참가율이 가장 측의 정확

성이 높았으며 고용률이 그다음인데, 고용률의 경우 측 기간 동안 상

당히 안정 으로 60.4% 근처를 유지한 반면 경제활동참가율은 62.4%～

63.1% 범 에서 상 으로 움직임이 컸다. 가장 움직임이 큰 변수는 실

업률이었는데, 노동시장 변수들이 변화폭이 크지 않은 편이기 때문에 오

히려 해당 기간에 격한 변동성을 띠었던 실업률의 경우 측력이 크게 

떨어졌으며, 고용률의 경우 주어진 기간 동안 변화가 거의 없는 움직임을 

보 기 때문에 경제활동참가율과 비교하여 측력이 하된 것으로 보인

다. 즉, 모형은 노동시장 변수들이 단기간에는 직  수개월 값들의 평균 

근처에서 0.5%p의 편차로 움직일 것이라고 측한 것으로 보이지만, 실

업률의 경우에는 변화가 과도하게 커서, 고용률은 변화가 거의 없어서 경

제활동참가율에 비해 측의 정확도가 낮았던 것으로 보인다.

기계학습  심층학습을 활용하여 측할 때 요한 지표  하나가 

측하고자 하는 지표의 변화 방향을 정확하게 맞추었는가이다. 사실 수

<표 3-2> 측 모형 I의 변화 방향 측 결과

 

 

실제값 측치

경제활동

참가율 
 실업률 고용률 

경제활동

참가율 
 실업률 고용률 

2020년 7월 - - + + - +

2020년 8월 - - - - + -

2020년 9월 + + - - + -

2020년 10월 + + + + - +

2020년 11월 + - + - + -

정확도 2/5 2/5 4/5

자료: 자가 설계한 모형의 결과.
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치를 측하는 것은 100% 일치하지 않을 수 있기 때문에 많은 경우 모형

의 정확성을 재는 한 측도로 모형의 측값이 가리키는 변화 방향이 실제

값의 변화 방향과 같은지를 살펴본다. 노동시장 지표들의 경우 지표가 감

소하 는지 증가하 는지 그 자체도 큰 의미를 가지기 때문에 변수의 증

감 여부를 맞추는 것은 모형의 성능 측면에서 의의가 있다.

앞서 평균 제곱 오차를 통해 수치가 얼마나 근 했는지를 살펴본 결과

에서는 경제활동참가율의 정확성이 가장 높고, 그다음이 고용률, 그리고 

실업률이 가장 낮은 측력을 보이는 것으로 분석되었다. 하지만 변화 방

향만 놓고 보면 모형 I은 고용률이 움직이는 방향을 측하는 데 있어 상

당히 높은 정확성을 보 다. 고용률의 경우 실제로는 2020년 11월에 증가

하 지만 모형에서는 감소한 것으로 측한 것을 제외하면 모든 경우에 

고용률의 증감 여부 자체는 정확하게 측하 다. 반면 경제활동참가율

과 실업률의 경우에는 증감 여부를 상 으로 정확하게 측하지 못하

여 수치상으로는 근 한다 하여도 노동시장 반의 변화 방향은 정확하

게 악하지 못한 것으로 나타났다.

이러한 변화 방향이 요한 이유는 앞서 언 했듯이 경제활동참가율, 

실업률, 고용률 지표가 월별로 크게 변화하는 값들이 아니라는 특성 때문

이다. 만일 측의 정확성을 높이기 해서 모형이 직  몇 개월의 평균

값만을 계속해서 제시하거나 간값만 제시한다면 평균 제곱 오차로 측

정한 측력은 높을 수 있다. 하지만 이는 노동시장 지표 변화가 크지 않

기 때문에 우연히 정확성이 높게 측정된 것이며, 실제 노동시장이 어떻게 

변화하는지는  측하지 못한다고 해석할 수 있기 때문이다.

상술한 두 가지 측력 지표를 보았을 때, 모형 I이 경제활동참가율, 실

업률, 고용률 에서 어떠한 지표를 측하는 데 강 이 있다고 말하기는 

힘든 결과를 얻었다. 평균 제곱 오차로 계산한 수치상으로는 경제활동참

가율의 측력이 가장 좋았으나 변화 방향만을 놓고 보면 고용률에 한 

측력이 월등히 좋았기 때문이다. 따라서 실업률의 경우 노동시장 변수

들  내생성이 가장 약하며, 노동시장 변수만으로 정확하게 측하는 것

이 쉽지 않은 변수라고 추정할 수 있다.
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제2  측 모형 II

1. 모형 설정  개요

두 번째로 학습시키는 모형에서는 모든 정형 데이터를 포함하여 측

하도록 설계하 다. 노동시장이 다른 재화 시장이나 서비스 시장과 깊은 

상 계를 가지고 있거나 융시장의 추이에 따라서 기업의 경제활동과 

노동 수요가 크게 향을 받는다면, 모든 정형 데이터를 활용한 모형이 

가장 정확한 측값을  수 있다. 특히나 해외 부문이 차지하는 비 이 

경제의 반 이상인 한국 경제의 특성상 해외 부문에서의 움직임을 변하

거나 혹은 해외 시장과의 경제활동 정도를 측정하는 각종 수출입 자료가 

포함된 정형 데이터는 측력이 높을 수 있다.

만일 노동시장이 내생성이 아주 크지 않으며 경제의 다른 부분들과 유

기 으로 연결된 계를 가지고 있다면, 모형 II는 해당 부분들까지 반

하여 측력이 높아질 수 있다. 를 들어, 각종 제조업이나 서비스의 생

산 지수는 해당 시기에 경제활동이 얼마나 활발한지를 측정한다. 모형이 

정확하게 어떠한 모델을 세워서 측하는지는 기계학습의 특성상 알 수 

없지만, 경제활동의 정도가 시차를 두고 노동시장에 향을 다 하더라

도 모형은 일반 으로 시차 효과까지 고려하기 때문에 시차를 두고 나타

나는 노동시장의 변화도 포착할 수 있다.

경제 주체들이 경제활동을 하거나 노동시장에 참여할지 여부를 결정할 

때 주요하게 참고하는 변수가 리와 련된 변수인데, 본 모형에서는 각 

월 단 로 일자별 리의 변화 추이까지 텐서화하여 포착하므로 경제학

에서 다루는 경제활동 결정 요인들을 다수 포함하고 있다. 한 경제주

체들이 실물 시장의 움직임에 따라서 구직 활동이나 구인 활동의 정도

를 조 하거나 그에 향을 받는다면 모형 II는 이러한 움직임을 가장 

정확하면서도 편의 없이 담을 수 있기 때문에 모형의 정확성이 올라갈 

수 있다.
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다만 모형 I과 비교하여 노동시장과 무 한 많은 변수들 역시 포함되어 

있을 가능성이 높기 때문에 이들을 얼마나 노이즈로 처리할 수 있는지에 

따라 모형의 측력은 크게 달라질 수 있다. 만일 노이즈를 효과 으로 

잡아내지 못하거나 혹은 활용 가능한 변수가 증가하면서 과 합한 모형

을 만들어내면 오히려 익월 노동시장 변수에 한 측력은 떨어질 수 있

다. 특히 모형에서 사용하는 변수들의 총 개수가 12,027개에 이르러 이들 

 실제 노동시장과 깊이 연 되어 있거나 설명력이 높은 변수가 얼마나 

되느냐, 그리고 노이즈인 변수와 그 지 않은 변수들을 얼마나 잘 식별하

여 모형을 설계하 느냐에 따라 모형의 측력이 향을 받을 수 있다.

일반 으로 기계학습과 심층학습에서는 측에 사용되는 자료의 크기

가 크면 클수록, 다시 말해서 데이터가 많아지면 많아질수록 측력이 올

라간다고 본다. 하지만 이는 측하고자 하는 변수와 연  있는 측치들

이 많을 경우에 그러하며, 노이즈가 많은 것이 측력을 반드시 높이지는 

않는다. 따라서 모형 I과 모형 II의 결과를 비교하여 본다면 노동시장이 

얼마나 내생성이 큰지, 그리고 노동시장이 얼마나 경직 인지를 간

으로 살펴볼 수 있을 것으로 생각한다.

2. 측 결과

모든 정형 데이터를 활용하여 익월의 노동시장 변수를 측한 결과는 

<표 3-3>에 제시되어 있다. 평균 제곱 오차로 측정하 을 때 앞서 <표 

3-1>에서와 마찬가지로 세 가지 변수 에서는 경제활동참가율에 한 

측력이 가장 좋고, 고용률을 그다음으로 정확하게 측하며, 실업률에 

한 측력이 가장 낮은 것으로 나타났다. 앞서와 마찬가지로 실업률이 

2020년 8월을 경계로 직 , 직후 월에  다른 방향으로 크게 변하 는

데, 이에 한 측에 있어서 모형의 측 정확성이 크게 떨어지는 것으

로 나타났다.

경제활동참가율에 있어서는 모형은 실제보다 더 변동폭이 크게 움직이

는 것으로 측하여 측력이 낮아지는 것으로 나타났다. 반면 실업률의 

경우 기 3개월을 제외하면 마지막 2개월의 경우 비교  근사하게 
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<표 3-3> 측 모형 II의 측 결과

 

 

실제값 측치

경제활동

참가율 
 실업률 고용률 

경제활동

참가율 
 실업률 고용률 

2020년 7월 63.1 4.0 60.5 63.1 4.4 60.3

2020년 8월 62.4 3.1 60.4 62.7 4.1 60.0

2020년 9월 62.5 3.6 60.3 62.0 3.3 60.1

2020년 10월 62.7 3.7 60.4 62.7 3.4 60.7

2020년 11월 62.8 3.4 60.7 62.2 3.5 59.9

평균 제곱 

오차 
   0.11976 0.30348 0.18229

자료: 자가 설계한 모형의 결과.

측하여 실업률의 변동폭이 이례 으로 크지 않다면 측력이 나아질 수 

있음을 시사한다. 마지막으로 고용률의 경우 비교  근사한 측을 하다

가 2020년 11월 값에 해서 월과 비교하여 크게 떨어질 것으로 측하

는데, 실제로는 소폭 상승하여 이로 인해서 평균 제곱 오차가 크게 상

승했다.

지표의 변화 방향에 한 정확성은 <표 3-4>에 제시되어 있다. 앞선 

모형 I에서는 고용률의 변화 방향은 정확하게 맞추되 나머지 두 변수에 

해서는 크게 틀린 측을 하 으나, 모형 II는 모든 경제활동참가율과 

고용률에 해서 비교  평균 인 측력을 보인 반면, 역시 실업률에 

해서만 매우 낮은 측력을 보 다. 여러 실물 경제 변수들을 포함하다보

니 모형 II는 노동시장에 향을 미치는 여러 변수들의 효과가 모두 고려

되어 상 으로 안정 인 움직임을 보이는 경제활동참가율과 고용률에 

있어서는 모두 비교  수한 측력을 보인 것이 특징이다.

하지만 변화 방향에 한 반 인 정확성은 앞선 모형 I과 비교하여 

체 으로 크게 다르지 않다. 오히려 평균 제곱 오차의 크기가 모든 변

수에 해서 더 크기 때문에 모든 정형 데이터를 포함하여 측하는 것은 

노이즈로 작용하는 변수가 많아 측력을 떨어뜨릴 뿐이며, 오히려 내생
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<표 3-4> 측 모형 II의 변화 방향 측 결과

 

 

실제값 측치

경제활동

참가율 
 실업률 고용률 

경제활동

참가율 
 실업률 고용률 

2020년 7월 - - + - + -

2020년 8월 - - - - + -

2020년 9월 + + - - + -

2020년 10월 + + + + - +

2020년 11월 + - + - - -

정확도 3/5 2/5 3/5

자료: 자가 설계한 모형의 결과.

성이 강하거나 노동시장 변수와 직 으로 연결된 변수들만 측에 활

용하는 것이 모형의 정확성을 높일 수 있음을 시사하고 있다. 하지만 

반 인 변수의 움직임을 측정하는 데에서는 두 모형이 큰 차이가 없는 것

을 통해, 경제활동참가율은 다른 실물 변수들과도 깊게 연결되어 있으며, 

고용률의 경우에도 실물 변수까지 고려하는 것이 측력을 크게 하시

키지 않는다는 결론을 얻었다.

제3  측 모형 Ⅲ

1. 모형 설정  개요

마지막 측 모형은 모든 정형 데이터에 신문 기사 제목까지 포함하여 

측하는 모형이다. 심리나 여론이 실물 경제 변수에 미치는 향이 얼마

나 큰지에 해서는 경제학계에서 여 히 갑론을박이 있으나, 어도 특

정한 상황에서는 향을 미친다는 것이 체 인 의견이다. 를 들어, 

공황 시기의 뱅크런(bank run; 작스런 규모 은행  인출 사태)

은 사람들의 심리와 사회 분 기가 다수의 경제활동을 한 방향으로 유도
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하여 융 시장, 최종 으로 실물 경제 체에까지 향을 미친 바 있

다.3)

노동 수요나 공 이 사회 분 기나 여론에 의해 향을 받는다면 여론

의 동향을 살필 수 있는 신문 기사를 포함하는 것이 측력을 높이는 데 

도움이 될 것이다. 한 역으로 신문 기사가 특정한 방향으로 일어나는 

경제활동의 동향에서 나타나는 특징을 보다 잘 잡아낼 수도 있다. 즉, 거

시 인 지표에서는 포착되지 않는 특정한 집단이나 계층, 혹은 산업 부문

에서 나타나는 경제  변화를 여론에서 크게 다룬다면, 그러한 부문의 

향이 정형 데이터에서는 포착되지 않는다 하더라도 비정형 데이터에서는 

잡힐 수 있다. 더하여 경제 주체들의 행동이 실제 실물 경제 통계에 반

되는 데 시차가 소요될 수 있으나, 여론은 그러한 변화를 즉각 으로 반

할 수 있는 장 도 있다.

빅데이터 분석의 특징은 보다 많은 데이터가 보다 좋은 측력이나 설

명력을 낸다는 것인데, 앞선 모형 I이나 II와 비교하여 모형 III은 비정형 

데이터까지 포함하므로 데이터의 크기만을 놓고 보면 비정형 데이터의 

크기와 양이 가장 많다. 따라서 활용하는 자료 역시 모형 III이 가장 많으

므로 일반 인 심층학습에서는 가장 측력이 높을 수 있다. 하지만 이는 

양날의 검과 같아서 앞서 모형 II에 한 설명에서 언 했듯이 노이즈처

럼 작용하는 것을 배제할 수 없다.

더하여 노동시장과 련되어 있지 않은 신문 기사만을 특정할 수 없기 

때문에 노동시장과 무 한 다수의 기사들이 포함되어 있다는 은 학습 

데이터에 많은 노이즈를 삽입하여 측력을 크게 낮추는 역할을 할 수 있

다. 하지만 이를 해서 경제 련 기사나 사회 련 기사만을 추리는 것

도 문제인 것이, 경제나 사회 기사들 에서도 노동시장과 무 한 것들이 

많을 뿐만 아니라, 각종 스포츠 행사나 정치  의사결정에 따른 노동시장

에 용되는 법률이나 정책 방향의 변화, 정부와 입법 기 의 노동시장에 

한 태도 등은 경제나 사회면에 포함되지 않는데 이들을 배제한다면 노

동시장에 향을 미칠 수 있는 여론이나 언론의 행 를 모두 포착하지 못

3) Bernanke, B. S.(1983), “Nonmonetary Effects of the Financial Crisis in the 

Propagation of the Great Depressio.” American Econ Review 73 (3), pp.257～276.
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한다는 문제로 인해 마찬가지로 측력이 떨어진다.

모형 III에서 비정형 데이터를 포함했을 때 측력이 낮이질 수 있는 

 다른 요인으로는 쏠림 상이나 특정 사회 상만이 부각될 우려가 있

다는 이다. 신문 기사들은 체 으로 당시 사회 으로 크게 논란이 되

거나 논쟁이 되는 역을 많이 다루는데, 이 경우 해당 주제의 향이 과

도하게 반 될 우려가 있다는 이다. 반 로 노동시장에 향을 미치는 

정책 변화라 하더라도 사회 으로 문제나 논쟁의 상이 되지 않는다면, 

이러한 것들이 여론에서는 충분한 양만큼 다 지지 않아 과소추계될 여

지가 있다.

다만, 앞서 확인했듯이 모형 II에서의 측력이 모형 I과 비교하여 크게 

높아지지 않는 것으로 나타나, 1,000여 개가 넘는 실물 경제 변수들에서 

있을 수 있는 편의나 왜곡을 비정형 데이터가 바로잡아 측력이 개선될 

수도 있다.

2. 측 결과

<표 3-5>는 모든 정형 데이터와 비정형 데이터를 활용하여 익월의 변

수를 측한 결과를 보여주고 있다. 평균 제곱 오차로 살펴보면 실업률과 

고용률에 해서는 모형 III의 측력이 가장 낮은 것으로 나타났으며, 경

제활동참가율의 경우에는 모형 I보다는 측력이 떨어지지만 모형 II보다

는 나은 것으로 나타났다.

개별 노동시장 지표들에 한 평균 제곱 오차에서의 특징으로는 역시 

다른 모형과 마찬가지로 실업률에 한 측력이 크게 떨어진다는 이

다. 실업률에서는 8월에 크게 하락한 추세가 9월에 반 되었으며, 9월에 

반등한 것은 11월에서야 나타나는 등 일정한 시차를 두고 실제 실업률의 

움직임을 추종하여 측하는 모습을 보이고 있다.

한편 고용률의 경우, 실제 변수가 큰 변동을 보이지 않지만, 모형에서

는 고용률이 크게 하락하는 모습이 두 차례 나타나는데, 이러한 하락이 

평균 제곱 오차를 크게 늘리는 요인으로 작용한 것으로 보인다. 경제활동

참가율은 마지막 11월에서 크게 하락한 것을 제외한다면 체로 실제값
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<표 3-5> 측 모형 III의 측 결과

 

 

실제값 측치

경제활동

참가율 
실업률 고용률 

경제활동참

가율 
 실업률 고용률 

2020년 7월 63.1 4.0 60.5 63.2 4.2 60.7

2020년 8월 62.4 3.1 60.4 62.7 4.2 60.1

2020년 9월 62.5 3.6 60.3 62.1 3.2 60.1

2020년 10월 62.7 3.7 60.4 62.8 3.5 60.7

2020년 11월 62.8 3.4 60.7 62.3 3.8 59.8

평균 제곱 오차    0.1062511 0.311765 0.2155308

자료: 자가 설계한 모형의 결과.

과 큰 차이가 없게 측하여 평균 제곱 오차가 셋  가장 낮은 값을 기

록하 다.

측한 지표들의 변화 방향이 정확한가에 한 결과는 <표 3-6>에 제

시되어 있다. 에 띄는 특징은 실업률의 경우 단순히 평균 제곱 오차만 

큰 것이 아니라 측치의 증감 여부와 실제값의 증감 여부가 크게 다르다

는 것이다. 이는 실제값에서 실업률이 2020년 8월을 기 으로 앞뒤로 크

게 변화한 것을 정확하게 측하지 못한 도 크지만, 반 으로 실업률

의 변화에 있어서만큼은 모형 III의 측 정확성이 크게 떨어진다는 것을 

다시 한 번 확인시켜 다. 고용률의 경우 5개월간의 변화 방향 에서 3

개를 맞추어 수한 측률을 보여주었으나, 경제활동참가율은 8월과 10

월에 해서 변화 방향을 정확하게 악하 다.

<표 3-6> 측 모형 III의 변화 방향 측 결과

 

 

실제값 측치

경제활동

참가율 
 실업률 고용률 

경제활동

참가율 
 실업률 고용률 

2020년 7월 - - + 0 - +

2020년 8월 - - - - + -

2020년 9월 + + - - + +

2020년 10월 + + + + - +

2020년 11월 + - + - + -

정확도 2/5 2/5 3/5

자료: 자가 설계한 모형의 결과.
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제4  측 모형들 간의 비교

앞서 우리는 세 가지 모형을 가지고 노동시장의 주요 변수들인 경제활

동참가율, 실업률, 고용률에 한 변수들의 움직임을 측하고 정확성을 

평가하 다. 평균 제곱 오차로 악한 모형의 정확성은 경제활동참가율

의 경우 모형 I >모형 III >모형 II의 순서 으며, 실업률과 고용률의 경

우 모형 I >모형 II >모형 III 순서 다. 반면, 지표들의 증감 여부를 놓고 

평가한 결과에서는 경제활동참가율의 경우 모형 II >모형 I =모형 III, 실

업률에 있어서는 모형 I =모형 II =모형 III, 고용률은 모형 I >모형 II =

모형 III의 순서로 나타났다.

두 결과를 종합한다면 실업률과 고용률에 해서는 모형 I의 측력이 

가장 좋은 것으로 추정되고, 경제활동참가율의 경우에는 어떤 특정한 모

형이 나은 측력을 보여줬다고 말하기 힘들다. 다만 반 인 측력에 

있어서는 모형 I이 가장 괜찮은 반면, 모형 III이 가장 떨어지는 측력을 

보여  이 특기할 만하다.

이러한 결과를 통해 우리는 다음과 같은 결론을 내려볼 수 있다. 첫째, 

노동시장의 경우 내생성과 계 성이 매우 큰 것으로 보인다는 이다. 특

히 고용률이 그러한데, 만 15세 이상 64세 이하의 생산가능 인구 에서 

취업자의 비율이 얼마나 되는지를 측정하는 고용률은 계산을 해 사용

하는 분모와 분자의 두 지표 모두가 체 생산가능 인구나 취업자 체를 

상으로 하는 것이어서 수치가 비교  안정된 데다가 변동폭이 매우 크

지 않아서로 보인다. 경제활동참가율의 경우 분모의 숫자는 체 생산가

능 인구로 고용률과 동일하지만 분자의 숫자가 취업자와 실업자의 합인

데, 실업자의 숫자가 노동시장 외 인 요인에 의해서 크게 변화할 수 있

어서 고용률과 비교하면 상 으로 지표의 안정성이 낮아서 모형들의 

측력이 조 씩 낮게 나타난 것으로 보인다.

둘째, 실업률의 경우 모든 모형에서 측이 가장 힘든 지표로 나타났는

데, 이는 실업률을 계산하는 분모에 들어가는 경제활동인구부터가 여러 
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경제  요인에 의해 향을 받으며, 한 생산가능 인구에 비해 작기 때

문에 실업자 수의 변화가 비교  큰 비율의 변화로 나타나는 것도 시계열 

상의 안정성을 떨어뜨려 정확한 측을 힘들게 하는 것으로 추측된다.

실업자의 숫자도 여러 요인에 의해서 향을 받는 상 으로 불안정

한 변수이다. 특히 체 실업자의 수 자체가 경기가 어떠한 상황이건 크

게 늘거나 어드는 것이 모두 가능하다. 경기가 악화되어 고용원의 숫자

가 어들었다 하더라도 만일 장기 인 경기 변동을 비 으로 보고 기

존 실업자들의 일부가 일정 기간 구직활동을 하지 않는 경우에는 설령 취

업 상태가 아니라고 해도 이들이 비경제활동인구로 간주되어 실업 통계

에서 제외되고, 이로 인해 실업자의 수가 어들 수도 있다. 반면, 불경기

로 인해 취업자의 일부가 실직 상태에 빠져 바로 실업자로 넘어오는 경우

에는 즉각 으로 실업자 수가 크게 증가할 수 있다. 반 로 호경기인 경

우에는 기존에 구직활동을 하지 않던 비경제활동인구 일부가 바로 구직

활동을 개시하여 실업자로 편입된다면 오히려 경기 여건이 개선되는데도 

불구하고 실업률이 증가할 수 있다. 반 로 경제활동이 활발해지면서 실

직자 일부가 바로 직장을 찾아서 취업자로 환되는 경우에는 단기간에 

실업자의 숫자가 어들 수 있다. 즉, 호경기에도 실업자 수 자체는 단기

으로 늘어날 수도 있고 어들 수도 있으며, 불경기에도 양방향으로의 

실업률 증감이 모두 가능하기 때문에 수치의 변화폭이 경제활동참가율이

나 고용률과 비교하여 상 으로 크게 나타났다.

셋째, 모형 I의 반 인 측력이 가장 좋으며 모형 III의 측력이 가

장 낮은 것으로 나타난 결과를 통해 기계학습에서 노이즈를 제거하거나 

통제하는 것이 모형의 측력을 높이는 데 요하다는 을 보여 다. 일

반 으로 심층학습이나 기계학습에서는 데이터가 많은 것이 측력을 높

이거나 모형의 성능을 개선하는 경우가 많은데, 만일 많은 데이터들이 노

이즈로 작용한다면 drop-out rate을 설정한다 하여도 상 으로 측 지

표와 무 한 변수들이 drop-out 되지 않고 남아서 모형이 과 합되는 문

제를 만드는 것으로 보인다. 모형이 과 합하는 경우에는 다양한 독립변

수를 활용하여 종속변수의 움직임을 비교  정확하게 설명하는 데에는 

유용하지만, 측에 있어서는 종속변수와 무 하거나 계가 거의 없는 
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변수들에게까지 설명력을 부여하여 오히려 변수의 측을 부정확하게 만

들 수 있다.

넷째, 모형 I이 모형 II보다 반 인 측력이 나았다는 에서 노동시

장은 여타 실물 경제 시장과 깊게 연결되어 있지 않은 시장으로 보이며, 

특히 내생성이 큰 것으로 보인다. 이는 한편으로는 노동시장이 경직 이

어서 외부 실물 경기의 변동과 비교하여 둔감하게 움직일 가능성이나 시

차를 두고 뒤늦게 상 으로 작은 폭으로만 변화할 가능성도 아울러 시

사한다. 한 모형 III의 측력이 반 으로 낮은 을 통해 여론이나 

사람들의 심리가 노동 수요나 노동 공 에 미치는 향 역시 제한 인 것

으로 보인다.

노동 수요가 여론에 의한 향을 덜 받는 것은 노동시장의 경직성으로 

인해 기업들이 경험으로 체득하여 시장의 경직성에 일정하게 응한 것

으로 해석할 수도 있다. 한편 노동 공  역시 여론이나 심리의 향을 많

이 받지 않는다는 것은 경제 주체들이 노동 공 에 한 의사결정을 할 

때 여론이나 언론을 고려하기보다는 실물 변수나 노동시장 자체의 상황

에 근거하여 단을 내린다고 해석할 수 있다. 즉, 노동시장에서 수요자

와 공 자 모두 의사결정 과정에서 노동시장의 당시 상황을 가장 요한 

변수로 고려하며 실물 경제 변수를 일부 고려할 수 있으나 크게 고려치 

않으며, 여론이나 언론의 동향은 별다른 고려 상이 아닌 것으로 보인다. 

이는 노동시장에 향을 미칠 만한 실물 변수들의 향이 이미 직  몇 

개월간의 노동시장의 움직임에 반 되어 있기 때문일 수 있다.

이러한 결론을 경제 상에 한 여론이나 언론의 향 반에 한 

평가로 확  해석하는 것은 경계해야 한다. 이는 경제 상 자체가 여러 

실물 변수로 구성되어 있는데, 본 연구에서는 실물 변수와 신문 기사 제

목 간의 상 계를 살펴보거나 방향의 일치성을 연구한 것은 아니기 때

문이다. 결과에서 나타난 모형 간의 측력 차이는 노동시장이 여타 재화

나 서비스 시장과 비교하여 가지는 특수성에서 기인할 수도 있으며, 혹은 

모형에서 사용한 데이터의 종류와 개수, 그리고 비정형 데이터를 어떻게 

처리하 는지에 따라서 향을 받을 수 있다. 모형의 설계를 바꾸었을 때 

다른 결과가 나타날 수 있는 만큼, 여론이 노동시장에 미치는 향이 제
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한 일 수 있다는 결론은 가능하여도 향이 없다고 결론 내리는 것은 과

도한 해석이라 할 수 있다.

개별 변수에 해서 모형의 측 결과를 분석할 필요도 있다. 우선 경

제활동참가율의 경우, 2020년 6월에는 63.2%로 2020년 11월까지  가장 

높은 수치를 보 다가 2020년 8월 62.4%로 최 치를 은 이후 2020년 

11월 62.8%로 서서히 회복하 다. 특히 2020년 8월에 월과 비교하여 

0.7%p라는 비교  큰 수치로 떨어졌는데, 이는 1분기 이후 진정세에 

어든 COVID-19에 의해 경제활동이 활발해지고 수출이 회복세에 어듦

에 따라 고용 지표도 개선되었으나, 8월에 화문 집회발 COVID-19 재확

산과 그에 따른 거리두기 단계 격상의 향으로 경제활동이 반 으로 

크게 축되었기 때문으로 보인다. 모든 모형에서 2020년 8월에는 경제활

동참가율이 떨어질 것으로 망했는데, 모형 I의 경우 0.5%p, 모형 II의 경

우 0.4%p, 모형 III의 경우에는 0.5%p 하락할 것으로 측했다. COVID-19의 

경우 통계 집계상으로는 찰되지 않는 경제 외 인 요인이므로 이러한 

외생 변수에 한 향까지 고려할 수 있는 모형 III에서 가장 나은 측

력을 보여야 하지만 모형 I과 모형 III 간에 하락률에서는 차이가 없었다. 

오히려 세 지표 모두 8월의 하락에 해서 이를 추세 인 것이라 보고 9

월 망치에서 큰 폭의 하락을 반 하 는데, 실제 9월에는 8월과 비교하

여 경제활동참가율이 0.1%p 올랐지만, 모형 I에서는 0.6%p, 모형 II에서

는 0.7%p, 모형 III에서는 0.6%p 하락하는 것으로 측했다.

이러한 결과는 8월에 있었던 경제활동참가율의 하락이 계  요인에 

의해 발생한 것이 아닐 가능성을 시사한다. 만일 8월의 하락이 추세 인 

것이었거나 혹은 계 인 요인에 의해서 매년 반복되었다면 모형 I에서

는 상 으로 정확하게 이러한 계  변동을 측하고 반 했을 것이

나 실제로는 다른 두 모형과 마찬가지로 모형 I에서도 1개월 늦게 8월의 

큰 폭의 경제활동참가율의 하락을 반 하 다. 그러나 노동시장 이외의 

외생 인 요인에 의한 변화임에도 모형 III에서도 변화의 크기가 다른 모

형과 비교하여 크게 다르지 않은 은 다음의 세 가지 가능성을 시사한

다. 첫째는 COVID-19이 처음 나타났던 2020년 2월 이후 COVID-19에 

한 방역이 비교  성공 으로 이루어짐에 따라 COVID-19에 한 언
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이 지속되고 있음에도 2분기부터 실물 경제와 고용이 회복세를 보이면

서 시스템이 COVID-19이 고용 지표를 크게 악화시키지 않는다고 인식

했거나 혹은 COVID-19이 고용 지표와 무 한 사회경제  활동이라고 인식

했을 가능성이 있다. 둘째로, 8월 반기의 심각하지 않았던 COVID-19 상

황과 후반기의 증한 COVID-19 확진자 수  사회  거리두기 격상에 

따른 8월 체의 여론 동향을 분석하 음에도 8월 반기 동안의 낮은 언

량에 의해서 8월  기간의 평균 지표가 아주 크게 나쁘지는 않는 것으

로 망했을 가능성이 있다. 즉, 월 반의 COVID-19이 완화되는 방향의 

기사들과 월 후반의 COVID-19이 심각해지는 방향의 기사들이 혼재됨에 

따라 8월 반기는 년도 상반기와 마찬가지로 고용 지표가 개선될 것

으로 측하 으나, 8월 후반기의 COVID-19 언 량 증과 사회  거리

두기 단계 격상에 따라 경제활동참가율의 하락을 상하여 해당 월 반

기의 경제활동참가율 향상에 의해서 후반기 하락분이 일부 상쇄되었을 

수 있다. 마지막으로 COVID-19에 한 본격 인 언 이 시작된 것이 

2020년 이기 때문에 아직 COVID-19에 한 학습이 충분히 이루어지

지 않았을 가능성이 있다. COVID-19 언 량과 고용 지표 간의 변화를 

학습할 수 있는 기간이 2020년 2월부터라고 해도 고작 6개월 남짓이기 때

문에 COVID-19과 고용 지표 간의 계를 명확하게 악하기에는 짧은 

기간이어서 아직은 측력이 크게 개선되지 않았을 수 있다. 이 경우 이

후 분석 가능한 기간이 증가하면 모형 III의 측력이 크게 올라갈 수 있

는 가능성을 시사한다.

실업률에 한 모형의 측 결과를 분석하면, 실업률의 경우에는 8월에 

0.9%p 크게 하락하 다가 다시 9월에 0.5%p 상승한 후 체로 비슷한 값

을 유지하고 있다. 이에 해서 모형 I은 8월에 0.2%p, 9월에는 0.9%p 하

락하는 것으로 측했고, 모형 II는 각각 0.3%p와 0.8%p 하락, 모형 III은 

변화가 없다가 1% 하락하는 것으로 측했다. 실업률이 격히 변화하는 

시기에 해서 모형 II가 변화의 크기 측면에서 가장 나은 측력을 보여

 것은 실업률을 측하는 것에 있어서 다른 두 변수와는 상이한 특성이 

존재할 가능성을 시사한다. 첫째, 실업률에 향을 주는 경제  충격은 

마찬가지로 실물 경제에도 향을 주는 변수일 가능성이 높다. 단순히 평
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균 제곱 오차만을 놓고 보면 모형 II 내에서 실업률의 평균 제곱 오차가 

가장 크게 나타났으며 모형 I의 실업률 측 평균 제곱 오차가 가장 작지

만, 7월에서 9월까지의 실업률 변동에 해서는 모형 II의 측이 가장 근

사했다. 따라서 이 시기에 발생했던 경제 내외 인 충격은 실물 경제에도 

유사한 방향으로 향을 주어서 실업률을 변화시킨 것으로 보이며, 그 결

과 해당 시기 모형 II의 실업률에 한 측력이 다른 두 모형에 비해 낫

게 나타난 것으로 보인다.

둘째, 해당 기간 실업률 변수가 경제활동참가율이나 고용률에 비해서 

불안정 한 추세를 보 는데, 이를 통해 변수의 안정성이 떨어지는 지표

에 해서는 기계학습의 측력이 떨어진다는 이다. 경제활동참가율 

역시 8월에 지표가 격히 떨어졌다가 9월에 상승하 으나 경제활동참가

율 지표의 평균 제곱 오차는 모든 모형에서 0.099～0.12 사이의 낮은 값을 

나타낸 반면, 실업률의 경우 평균 제곱 오차가 0.29～0.31 사이로 나와서 

단순히 평균 제곱 오차만 보면 약 3배 정도의 차이가 나는 것을 알 수 있

다. 실제 변수의 변화에서의 값은 경제활동참가율이 실업률에 비해

서 높지만, 실업률이 경제활동참가율에 비해 워낙 낮은 값을 가지고 있기 

때문에 변화율에 있어서는 실업률이 더 높게 나타났다. 따라서 측에 있

어서 요한 변수의 안정성은 변화율에 있지 변화하는 크기의 값이 

아니라는 을 확인할 수 있다. 이러한 결과는 앞서 살펴본 Vargas et 

al.(2018)과 Cerchiello et al.(2018)의 결론을 비교하면 기계학습 모형은 

단기 변동성이 큰 수치를 측하는 데에는 합하지 않았으나 비교  안

정된 움직임을 보이는 장기 변수에 한 측력에서는 뚜렷한 성능 개

선을 보 기 때문이다.

고용률 변수는 측 상 기간 내내 가장 안정 인 움직임을 보이는 

변수 다. 해당 기간 고용률 변수의 한 가지 특징은 다른 두 지표값이 8

월에 크게 하락하 다가 9월에 반등한 반면, 고용률 지표는 큰 하락이나 

상승이 없었다는 이다. 그러나 이것이 고용률 지표값이 세 값  가장 

안정 이라는 의미는 아닌 것이, 만일 2001년부터 2019년까지 과거 19년 

간 존재했던 계  요인을 반 한다면 측 상 기간인 5개월간 고용

률이 크게 상승하거나 감소해야 하는 지표 다면 오히려 8월에 발생한 
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외부  요인에 의해 고용률 값이 크게 변화하지 않은 것으로 보는 것이 타

당하기 때문이다. 이는 세 모형의 8월 측값을 통해 확인해 볼 수 있다.

8월의 고용률에 해서 모형 I은 월 비 0.4%p 하락하는 값을 상

했으나 모형 II는 0.3%p 하락하는 것으로, 그리고 모형 III은 무려 0.6%p 

감소한다고 망하 다. 이를 통해 계  요인  내생  요인을 고려하

면 8월에는 고용률이 실제 0.1%p보다 더 크게 감소해야 하지만, 외생

으로 발생한 경제  충격이 아직 실물 부문에 완 히 달되지 않은 데다

가 노동시장이 상 으로 경직 이다 보니 실제 실업률의 감소는 실물 

경제까지 고려하면 덜 감소하 으며, COVID-19에 의한 여론 효과까지 

고려한 모형 III에서는 고용률이 더욱 크게 감소할 것으로 망되지만 이

러한 측 결과를 통해 해석하자면, 여론에서 COVID-19의 효과가 실제

보다 과장되어 반 되었을 가능성을 발견하 다. 한편 세 모형 모두에서 

2020년 11월에는 실제와는 달리 고용률이 크게 감소하 을 것으로 측

되었는데, 이는 지난 19년간 나타났던 계  요인이 향을 미친 것으로 

보이며, 그러나 COVID-19에서의 회복으로 인해 수출이 호조를 보이는 

등의 향으로 지난 19년과 다른 패턴의 결과가 나온 것으로 보인다.

고용률에 한 세 모형의 측력이 경제활동참가율보다는 다소 낮은 

것으로 기록되었으나 실업률에 비해서는 히 높은 것으로 나타났다. 

경제활동참가율과 평균 제곱 오차는 다소 높게 나타났으나 큰 차이가 나

지는 않았으며, 세 모형 모두에서 변화의 방향을 측한 데 있어서는 세 

가지 지표들  가장 나은 모습을 보 다. 따라서 변수의 안정성이 방향

성을 정확하게 상하거나 측력 자체를 높이는 데 있어서 주요한 변수

라는 을 확인할 수 있다.

한편 본 모형은 기계학습을 통해 경제활동참가율, 실업률, 고용률이라

는 세 가지 변수의 측력과 설명력을 동시에 살펴볼 수 있다. 5개월 각

각에 해서 월까지의 모든 정형  비정형 데이터를 활용하여 변수를 

측  했다는 에서는 측력을 평가한 모형이라 할 수 있으며, 한편으

로 우리는 각 월에 해서 지난 월까지의 변수값 모두를 알고 있을 뿐만 

아니라 당월의 상 변수값에 해서도 실제 측치를 알고 있기 때문에 

월까지의 변수들이 당월의 고용 지표들을 얼마나 잘 설명하는지 설명
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력을 살펴보는 것이기도 하다. 본 연구에서 이 게 설명력과 측력을 동

시에 살펴보는 방식으로 모형을 설계한 것은 두 가지 이유에서이다.

첫 번째 이유는 데이터의 한계이다. 본 연구에서 사용한 정형 데이터와 

비정형 데이터들은 모두 각각 출간  공개되는 시 이 다르다. 따라서 

일부 데이터는 비교  이른 시기에 입수 가능한 반면 일부 데이터는 한참

의 시간이 경과되어야 입수 가능하다. 따라서 가능한 한 많은 양의 정형 

데이터를 분석에 포함시키기 해서 분석 시  비 일정한 시차를 둔 과

거의 자료를 분석하 기 때문에 측력과 설명력을 동시에 살펴보는 방

식으로 진행되었다.

다른 이유는 모형의 성능을 평가하기 해서이다. 모형을 통해 측하

는 것 그 자체에만 의의를 두는 것이 아니라 분석에 사용되는 변수들을 

달리하면서 세 가지 모형의 성능을 비교하고 이를 통해 각 모형이나 데이

터의 성격, 그리고 노동시장 지표들의 분석 가능성을 살펴보려 했기 때문

에, 모형으로 하여  노동시장 변수들을 측하게 하 음에도 동시에 노

동시장 변수에 한 측값을 실제값과 조하여 얼마나 모형이 정확한

지를 살펴보는 것도 겸하는 방식으로 설계하 다.

제5  소 결

본 장에서는 실제 기계학습 모형을 설계한 후, 각 모형마다 심층학습에 

사용하는 데이터의 범 를 달리하여 노동시장의 주요 변수들인 경제활동

참가율, 실업률, 고용률을 측토록 하 다. 첫 번째 모형은 노동시장의 

주요 변수들의 시계열 자료만을 활용하여 노동시장의 움직임을 계 성과 

내생성, 그리고 노동시장의 자체 인 장단기 추세만을 이용해 측토록 

하 다. 두 번째 모형은 각종 실물 경제 변수와 경기 황  망, 수출

입 등에 한 다양한 정형 데이터를 포함하여 측하 다. 마지막으로 세 

번째 모형에서는 두 번째 모형에서 사용한 모든 정형 데이터에 신문 기사 

제목이라는 비정형 데이터까지 포함하여 노동시장 변수들을 측토록 함
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으로써 노동시장의 주요 변수들이 여론이나 심리의 향을 받는 경제 변

수인지를 알아보도록 하 다. 모형의 측 결과는 다음과 같았다.

경제활동참가율의 경우 평균 제곱 오차로 측정한 모형의 측 결과는 

노동시장 변수만을 고려한 모형 I의 측력이 가장 좋고 모형 II의 측력

이 가장 낮았으나, 경제활동참가율의 월별 증감을 얼마나 정확하게 측

했는지까지 고려한다면 어떤 한 모형이 우월하다고 말하기 어려운 결과

가 나타났다. 실업률의 경우 모형 I이 평균 제곱 오차나 변수의 방향성 모

두에서 가장 나은 것으로 나타났으며, 고용률 역시 마찬가지로 모형 I의 

측력이 모든 지표에서 가장 좋은 것으로 분석되었다.

이는 다음과 같은 사실을 함의하는 것으로 보인다. 첫째로 노동시장은 

내생성이 강한 시장이라는 과 아울러, 여타의 실물 경제에 즉각 으로 

반응하지 않는 일정한 정도의 경직성을 가지는 것으로 보인다. 이로 인해

서 다수의 실물 경제 변수를 포함한 모형 II의 측력이 반 으로 모형 

I에 비해서 좋지 않게 나온 것으로 보인다.

반면 노동시장의 경우 사람들의 심리나 여론 등에 별다른 향을 받지 

않으며, 상 으로 실물 경제의 움직임이나 노동시장 자체의 상황에 보

다 민감하게 반응하는 것으로 보인다. 경제 주체들이 노동시장에서 노동 

공 과 련된 결정을 할 때 실물 경제의 움직임이나 재 노동시장에서 

취업 확률이 얼마나 되며 최근 어떠한 움직임을 보이는지는 고려하는 것

으로 보이는 반면, 사회  이슈나 최근의 여론의 동향이 직 으로 노동 

공  함수에 향을 주지는 않거나 혹은 그 향이 제한 인 것으로 결과

가 나타났다. 이는 모형 III이 실업률과 고용률에 있어서는 모든 지표에서 

측력이 가장 좋지 않았으며, 경제활동참가율에 있어서도 변수의 움직

임에 해서는 측력이 좋지 않았고 다만 평균 제곱 오차에 있어서만 모

형 II보다 나은, 좋지 않은 결과를 보 다는 에서 확인할 수 있다.

이러한 결과가 나타나게 된 한 가지 이유는 모형 II나 모형 III에서 사

용한 변수들  일부가 노이즈처럼 작용하여 측력을 떨어뜨렸기 때문

으로 악된다. 일반 으로 기계학습의 경우에는 데이터의 크기가 커지

면 커질수록 모형의 설명력과 측력이 올라가지만, 여기서 사용한 각종 

데이터들은 노동시장과 무 한 변수들까지 포함시키다보니, 모형이 일부
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에서 과 합하거나 혹은 노동시장과 무 한 변수들에까지 설명력을 부여

하여 오히려 모형 반의 측력이 떨어지게 나온 것으로 보인다.

마지막으로, 그러나 본 장에서의 분석 결과가 노동시장이 사람들의 심

리나 여론에 해서  향을 받지 않는다고 해석하는 것은 경계해야 

한다는 이다. 이는 본 연구에서 지난 20년간의 모든 신문 기사 제목을 

포함시키다보니 노동시장과 무 한 여러 신문 기사나 사건들이 포함됨에 

따라 노이즈로 작용하 을 수 있다. 노동시장과 직 으로 연 된 기사

들만 포함시킬 경우 측력이 올라갈 수 있으며 한 자연어를 처리하는 

학습 방법을 바꿀 경우에도 역시 모형의 측력은 바뀔 수 있다.
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제4장

결  론

본 연구는 노동시장의 주요 변수들인 경제활동참가율과 고용률, 실업

률을 기계학습과 심층학습을 통해 측해 보았다. 이때 측을 한 변수

로 노동시장의 각종 변수들만을 포함한 모형 I과 노동시장 변수를 포함하

여 모든 가용한 통계 자료를 사용한 모형 II, 그리고 모형 II에 지난 20년

간의 모든 신문 기사 제목을 포함한 모형 III 등 세 가지 모델을 설정한 

후 이들의 성능을 비교하 다.

이를 통해 노동시장은 내생성이 강하여 모형 I이 반 으로 가장 나

은 측력을 가진 것으로 나타났으며, 여론  사람들의 심리를 변하

는 신문 기사 제목까지 사용한 모형 III의 측력이 가장 낮은 것으로 나

타났다.

그러나 이러한 측 결과를 일반화하여 노동시장의 주요 변수들을 노

동시장의 내  요인들로만 설명하는 것으로 충분하다고 생각하는 것은 

성 한 결론이다. 앞서 제2장에서 언 하 으나, 본 연구는 일반 인 빅

데이터 분석에서 지 하는 한계 을 가지고 있다. 보통 기계학습에서 학

습 데이터를 이용하여 모형을 최 화할 때 과 합을 방지하기 해서는 

최소 10만여 개 이상의 학습 데이터가 필요하다고 보고 있으나, 본 연구

에서는 경제 변수를 측한다는 연구 조건의 한계상 지난 20여 년간의 약 

240여 개의 학습 데이터만을 사용하 다. 따라서 과 합의 가능성을 피할 

수 없으며, 시간이 흐르면서 학습 가능한 데이터가 될 경우 연구의 
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결과는 언제든지 바뀔 수 있다. 그러나 20여 년간의 데이터를 바탕으로 

분석한 결과에 따르면 다음과 같은 결론을 얻을 수 있다.

첫째, 실물 경제의 주요 변수들을 측하는 데 있어 여론이나 언론의 

향은 생각만큼 크지 않을 가능성이 높다. 이는 사람들이 경제 행 에 

해서 의사결정을 할 때, 어도 노동 공 에 있어서는 실물 경제의 움

직임에 보다 민감하게 반응하기 때문인 것으로 보인다. 이는 모형 II가 실

업률과 경제활동참가율이 격하게 변했던 2020년 8월을 후하여 측

력에 있어서 다른 모형들과 비교하여 괜찮은 성능을 보 던 데서 확인 가

능하다.

이러한 결과가 나오는 이유  하나로는, 신문의 경우 실물 경제에 

향을 미치는 주요한 사건이라 하더라도 논쟁 이지 않거나 사람들의 주

목을 받지 못하는 경우에는 많이 다루지 않는다는 특성이 있기 때문이다. 

따라서 논쟁 이거나 주목을 받는 주제가 상 으로 과  표되어 실

제 경제 변수들에 한 측력을 방해하는 것으로 작용할 수 있다.

한 본 연구에서는 개별 신문 기사가 모두 동일한 가 치를 가지고 

여론을 변하거나 경제 주체들의 심리에 향을 미쳤다고 가정하고 분

석하 으나, 실제로는 주제나 기사별로 사람들이 주목하는 정도가 다를 

수 있다. 이를 보정하기 한 한 가지 방안으로 각 기사별로 사람들이 얼

마나 읽었는지를 알려주는 클릭수 자료를 추가하는 것을 고려할 수 있다. 

하지만 신문 기사는 각 신문사의 웹페이지 뿐만 아니라 다양한 포털 사이

트에도 게시되고 있기 때문에 정확한 클릭수를 집계하는 것이 불가능하

다는 문제 이 있다. 한 클릭수를 제공하지 않는 포털 사이트나 신문사

의 경우 해당 자료가 원천 으로 수집 불가능하여 활용할 수 없기 때문에 

본 연구에서는 이를 포함시킬 수 없었다. 하지만 추후 다른 연구에서 이

를 반 하여 기사별로 보다 정확한 가 치를 부여할 수 있는 방안을 찾는

다면 신문 기사를 비롯한 비정형 데이터를 포함한 모형의 측력이 높아

질 수 있을 것이다.

둘째로, 실물 경제나 노동시장이 여론이나 심리에 의해서 향을 받지

만 그것이 신문 기사보다는 다른 비정형 데이터에 의해서 변될 가능성

도 있다. 사회 계망 서비스(Social Network Service)나 인터넷 커뮤니티



제4장 결 론  63

의 활동이 이러한 여론을 변하는 변수라면 비정형 데이터의 상을 바

꿈으로써 모형의 측력을 개선하거나 심리의 향을 보다 잘 반 할 수 

있을 것이다. 그러나 사회 계망 서비스나 인터넷 커뮤니티의 들은 시

간이 흐름에 따라 계정이 삭제되거나 이 변경되거나 지워지는 문제

이 있다. [그림 2-1]에서 살펴본 바와 같이 신문 기사에서도 시간이 흐름

에 따라서 신문 기사가 삭제되어 과거의 기사의 양이 최근보다 은 문제

이 있었는데 사회 계망 서비스나 인터넷 커뮤니티에서는 이러한 상

이 훨씬 심하다. 따라서 다른 형태의 비정형 데이터를 활용하고자 한다면 

최근의 수집량이 더 많은 문제를 보정하기 한 방안을 고려하며, 수집된 

과거의 데이터들에서 잔존한 데이터들이 당시의 여론을 정확해 변하는

지를 검증한 후 사용해야 할 것이다.

셋째, 경제 변수를 측할 때에는 노이즈를 걸러내기 해서 모형에 사

용할 경제 변수들을 고르는 데 있어서 신 해야 할 필요가 있다는 을 

확인할 수 있었다. 일반 으로 기계학습은 사용하는 데이터의 양이 많아

지면 많아질수록 측력이나 설명력이 나아지지만, 만일 다수의 데이터

가 측하고자 하는 변수나 설명하고자 하는 종속변수와 무 하다면 이

들에 의해서 오히려 측력이 하될 수 있다. 따라서 경제 상을 설명

하거나 측하는 모형을 설계할 때 변수를 거르지 않고 가용한 모든 자료

를 넣는 것이 기계학습이나 심층학습의 취지에도 맞고 모형의 설명력도 

높일 수는 있으나, 그 자체가 측력을 담보하지 않을 뿐만 아니라 오히

려 측력을 하시킬 수도 있으므로 사 에 모형에서 사용할 변수를 취

사선택하는 것이 나을 수 있다. 만일 이러한 작업에 연구자의 임의성을 

최 한 배제시키거나 혹은 경제 인 직 을 찾기보다는 설명력이 가장 

높은 모형을 구축하는 것만 고려한다면, 라쏘나 릿지 등의 방법을 통하여 

모형에 사용할 변수를 우선 탐색한 후, 이러한 변수를 바탕으로 기계학습 

 심층학습을 수행하는 것도 일책일 수 있다.

넷째, 노동시장 변수를 측하는 데 있어 계 성과 내생성은 고려해야 

할 최우선 사항이라는 이며, 이것이 다른 경제 변수들에서도 그 로 

용될 가능성이 높다. 최근 기계학습을 이용하여 여러 경제 변수들의 움직

임을 측하거나 혹은 망하려는 시도가 있는데, 이때 모형이 시계열 자
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료를 분석하게 하는 방법에는 여러 가지가 있다. 이때 단순히 변수의 추

세만을 따라가게 하는 방식보다는 계 성을 넣어서 연 단 , 혹은 일정한 

기간마다 반복되는 추세를 통제하는 것이 요하며, 한 측하고자 하

는 변수와 직 으로 련된 변수들만을 통해 측하는 것이 가장 쉽고 

괜찮은 측력을 얻을 수 있는 방법으로 보인다.

다섯째, 본 연구에서 세 가지 모형 모두 방향성을 측하는 데 있어 그

다지 좋은 성과를 보여주지 못했다는 을 통해 학습 데이터의 이 

요하다는 것을 확인할 수 있었다. 따라서 만일 기계학습을 통해 측하고

자 하는 지표가 있다면, 최 한 시계열이 길며, 련 데이터 역시 긴 시간 

동안 제공되는 것을 선택하는 것이 측의 정확성을 높일 수 있는 길로 

보인다.

 본 연구는 기계학습을 이용하여 경제 변수를 측하여 보았다. 경제 

변수를 기존의 회귀 분석이나 라쏘  릿지 등의 방법이 아니라 순수한 

기계학습으로 진행한 것은 향후 기계학습  심층학습을 경제 각 분야에 

용하고 여러 방법론과 연구를 진일보하게끔 하는 매가 될 수 있다. 

다만, 기계학습이 경제학 연구에서 리 쓰이지 않는 한 이유가 있음

도 연구 마지막에 언 할 필요가 있다. 본 연구에서도 연구 결과를 해석

할 때 단정 인 해석을 최 한 지양하고 추정하는 형식으로 기술하 다. 

이는 기계학습이 모형의 결과를 내놓기는 하지만 왜 이러한 결과가 나왔

는지에 해서는  설명을 제공하지 않기 때문이다. 만일 우리가 심

있는 사안이 왜 모형이 이러한 결과를 냈는지, 혹은 심이 있는 경제 변

수 간에 어떠한 계가 있는지를 직  알아보고 싶은 것이라면, 기계학습

은 합한 분석 방법이 아니며, 오히려 기존의 방법들이 훨씬 직 이면

서도 명쾌하다. 따라서 모든 경제 분석에 기계학습을 용하는 것은 자칫 

정책  함의나 실물 경제에의 용 가능성을 배제한 채 분석 자체만을 

한 분석이 될 가능성이 높다. 그러므로 연구자는 연구 설계 단계에서 진

행하고자 하는 연구가 기계학습에 합한 연구인지 충분히 검토하고 실

제 연구 진행 과정에서도 다양한 방향으로 분석을 진행함으로써 학습 결

과에 한 설명을 제공하지 않는 기계학습의 단 을 충분히 극복할 수 있

는 방안을 마련해야 할 것이다.
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[부 록]

본 연구에서 사용한 정형 데이터의 노동시장 변수 외 목록

변수명 추출 상 출처

국내인구이동통계

국  역시도별로 총 입인구, 

총 출인구, 순이동, 시도내이동-시

군구내, 시도내이동-시군구간 입, 

시도내이동-시군구간 출, 시도간

입, 시도간 출

통계청,「국내인구

이동통계」

국제인구이동통계

내국인 총이동, 외국인 총이동, 내

국인 입국자, 외국인 입국자, 내국

인 출국자, 외국인 출국자, 내국인 

국제순이동, 외국인 국제순이동

통계청,「국제인구

이동통계」

내국인-출국연령별 국  역시도별로 연령별, 승무원
한국 공사,「한

국 통계」외래객–입국목 별  

국 별
지역별, 입국목 별

경기종합지수
선행종합지수, 동행종합지수, 후행

종합지수

통계청,「경기종합

지수」

경제심리지수 경제심리지수(원계열)
한국은행,「경제심

리지수」

기업경기조사 국실
산업별 업황실 , 매출실 , 채산성

실 , 자 사정, 인력사정

한국은행,「기업경

기조사」

기업경기조사 국 망
산업별 업황 망, 매출 망, 채산성

망, 자 사정 망, 인력사정 망

한국은행,「기업경

기조사」

생산확산지수
산업별 생산확산지수, 증가업종 수, 

보합업종 수, 감소업종 수

통계청,「경기종합

지수」

산업생산지수 산업별 원지수
통계청,「 산업생

산지수」

설비투자지수
설비투자 총지수, 설비투자 기계류, 

설비투자 운송장비

통계청,「설비투자

지수」

내수 수출 공업 출하

지수
산업별 내수출하지수, 수출출하지수

통계청,「 업제조

업동향조사」

소재부품산업 동향조사 산업별 수출액  수입액

산업통상자원부,「소

재부품산업동향조

사」
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변수명 추출 상 출처

수요자 기종별 기계수

주 불변 액

수요자별 원동기, 특수산업용기계, 

속공작·가공기계, 일반산업용기계, 사

무자동처리기계, 통신기계, 기기계, 

도로주행차량, 기타수송용기계

통계청,「기계수주

동향조사」

시도 재별 제조업 생산

지수

재별 생산지수, 생산자제품 출하지

수, 생산자제품 재고지수, 내수출하

지수

통계청,「 업제조

업동향조사」

제조업 생산능력  가

동률 지수

제조업 생산능력지수, 제조업 가동

률지수

통계청,「 업제조

업동향조사」

제조업 재고율 제조업 재고율
통계청,「 업제조

업동향조사」

제조업 평균가동률 제조업 평균가동률
통계청,「 업제조

업동향조사」

제조업 ICT 생산지수
생산지수, 생산자제품 출하지수, 생

산자제품 재고지수

통계청,「 업제조

업동향조사」

철강 생산량
조강, 철강재, 형강, 철근, 후 , 

열연강 , 냉연강 , 강

한국철강 회,「철

강통계조사」

품목별 공업 생산 출

하 재고 내수 수출량

품목별 생산량, 출하량, 재고량, 내

수량, 수출량

통계청,「 업제조

업동향조사」

공항별 통계 유형별 도착  출발에 한 숫자

한국공항공사, 인천

국제공항공사,「항

공통계」

국내건설수주액 공공과 민간 물량의 건설수주액

한건설 회,「국

내건설수주동향조

사」

국내선 노선별 통계 유형별 도착  출발에 한 숫자

한국공항공사, 인천

국제공항공사,「항

공통계」

국제선 지역별 통계 유형별 도착  출발에 한 숫자

한국공항공사, 인천

국제공항공사,「항

공통계」

동수별 연면 별 건축

착공 황
동수별  연면 별 건축착공 면

국토교통부,「건축

허가 착공통계」

동수별 연면 별 건축

허가 황
동수별  연면 별 건축허가 면

국토교통부,「건축

허가 착공통계」

환승 여객 통계 환승 여객 수와 체 여객 수

한국공항공사, 인천

국제공항공사,「항

공통계」

IT산업별/월별 수출 

황
5개 소분류별 수출액

과학기술정보통신

부,「ICT수출입통

계」
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변수명 추출 상 출처

IT산업별/월별 수입 

황
5개 소분류별 수입액

과학기술정보통신

부,「ICT수출입통

계」

산업별 서비스업 생산

지수
13개 소분류별 생산지수

통계청,「서비스업

동향조사」

재별  상품군별 매

액지수
내구재별 생산지수

통계청,「서비스업

동향조사」

건설공사비지수 건설 체, 건물건설, 토목건설

한국건설기술연구

원,「건설공사비지

수」

국내공 물가지수 재화별 물가지수
한국은행,「생산자

물가조사」

생산자물가지수 상품, 서비스
한국은행,「생산자

물가조사」

생활물가지수

생활물가, 식품, 식품 이외, 월세, 

생활물가 이외, 월세 포함 생활물

가지수

통계청,「소비자물

가조사」

소비자물가지수 소비자물가지수
통계청,「소비자물

가조사」

수입물가지수 기본분류 총지수, 농림수산품, 산품, 공산품
한국은행,「수출입

물가조사」

수입물가지수 용도별
총지수, 원재료, 간재, 최종재, 자

본재, 소비재, 내구재, 비내구소비재

한국은행,「수출입

물가조사」

수출물가지수 기본분류 총지수, 농림수산품, 공산품
한국은행,「수출입

물가조사」

신선식품지수
신선식품, 신선어개, 신선채소, 신선

과실, 신선식품제외

통계청,「소비자물

가조사」

지출목 별 소비자물가

지수
12개 지출목 별

통계청,「소비자물

가조사」

품목성질별 소비자물가

지수
상품, 서비스

통계청,「소비자물

가조사」

결제시스템별 통계
총액결제시스템 건수  액수, 소액

결제시스템 건수  액수

한국은행,「지 결

제통계」

국제수지
경상수지, 자본수지, 융계정, 오차 

 락

한국은행,「국제수

지통계」

출 리 신규취 액 

기  리

종 사할인어음, 신 일반 출, 새

마을 고일반 출, 은행신탁 출

한국은행,「통화

융통계」

수신 리 신규취 액 

기  리

상호 축은행 1년 정기 , 신  1

년 정기 탁 , 새마을 고 1년 정

기 탁

한국은행,「통화

융통계」
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변수명 추출 상 출처

수출입총
수출건수, 수출 액, 수입건수, 수입

액, 무역수지

세청,「무역통

계」

신규취 액 기  리
축성수신 리, 융채 제외 축

성수신 리

한국은행,「통화

융통계」

신용카드
신용카드 이용건수, 이용 액, 발

장수

한국은행,「지 결

제통계」

어음교환  부도 1장당 평균 액, 부도업체수
한국은행,「지 결

제통계」

은행 회 율
은행 회 율, 요구불 , 

축성

한국은행,「통화

융통계」

은행공동망

타행환, 자동인출기, 자 융

공동망, 직불카드공동망, 자 리

서비스망, 지방은행공동정보망

한국은행,「지 결

제통계」

잔액 기  리
축성 수신 리, 융채 제외 

축성 수신 리

한국은행,「통화

융통계」

주요 통화 융지표

본원통화, 의통화, M2, 은행

총 , 은행 축성 , 

은행 출

한국은행,「통화

융통계」

지로시스템

은행지로 처리건수  처리 액, 일

반계좌이체 처리건수  처리 액, 

자동계좌이체 처리건수  처리

액, 량지  처리건수  처리 액

한국은행,「지 결

제통계」

한국은행 주요계정 말

잔

자산합계, 국내자산, 국외자산, 부채

합계, 국내부채, 국외부채, 자본

한국은행,「통화

융통계」

한은 융망

원화자 이체 처리건수  처리

액, 외화자 이체 처리건수  처리

액

한국은행,「지 결

제통계」

주요 에 지 지표

1차에 지 공 , 최종에 지 소비, 

에 지 수입액, 에 지 수입의존도, 

석유의존도

에 지경제연구원,

「에 지수 통

계」

최종에 지 부문별 소

비
산업, 수송, 가정  상업, 공공

에 지경제연구원,

「에 지수 통

계」
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